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INVESTIGACIÓN EN MATERIALES S.A. DE C.V.
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El Consejo Nacional en Ciencia y Tecnoloǵıa (CONACYT) y a la Corporación Mexicana

de Investigación en Materiales (COMIMSA).



Resumen

Uno de los grandes retos que enfrenta el sector industrial es alcanzar un nivel óptimo en

la calidad de sus productos. Con el fin de lograrlo, se implementa una gran variedad de

metodoloǵıas y técnicas para llevar a cabo procedimientos de detección de fallas, y aśı

asegurar el buen funcionamiento de los procesos industriales.

Una falla se define como una desviación no autorizada de al menos una caracteŕıstica

o variable del sistema. Los tipos de fallas que ocurren en sistemas industriales incluyen

cambios de parámetros de proceso, perturbaciones, problemas de actuadores, problemas

con sensores, entre otros. Sin embargo debido al gran avance de la tecnoloǵıa, los procesos

se han vuelto complejos presentando caracteŕısticas lineales y no lineales, presencia de

ruido y correlación entre otras.

Por tal motivo, diversas técnicas de machine learning han sido aplicadas eficientemente

para la detección de fallas en diversos procesos debido a su alta capacidad de llevar a cabo

tareas de reconocimiento de patrones. Sin embargo en sistemas de alta dimensionalidad,

es decir conjuntos de datos con gran cantidad de variables, puede existir información

redundante la cual aumenta de manera innecesaria la complejidad e inexactitud de los

modelos matemáticos para la detección de fallas. Por lo tanto, es necesario llevar a cabo

la selección de caracteŕısticas relevantes ya que nos proporciona una forma de reducir el

tiempo computacional, mejorar el desempeño de la predicción y una mejor comprensión

de los datos en aplicaciones de machine learning.

Por otro lado, en aplicaciones de clasificación en la vida real, los conjuntos de datos

empleados para el entrenamiento de los algoritmos sufren el problema de desequilibrio de

clases. Es decir, cuando un conjunto de datos está dominado por una clase principal o

por clases que tienen significativamente más instancias que las otras clases minoritarias

en los datos. Esto ocasiona que los clasificadores tradicionales presenten deficiencias al



momento de predecir a que clase pertenece un nuevo conjunto de datos.

Como se mostró, existe una serie de aspectos a considerar al momento de llevar a cabo

la detección de fallas en procesos complejos. En este trabajo de investigación se presenta

una metodoloǵıa para la detección de fallas en procesos multivariados, la cual lleva a cabo

un procedimiento para limpieza de datos y selección de caracteŕısticas. Dicha metodoloǵıa

es implementada en un proceso industrial de moldeo por inyección de plástico. Aśı como

en un proceso de maquinado de cabeza de motor.

Palabras clave: detección de fallas, selección de caracteŕısticas, limpieza de señales,

clases no balanceadas, procesos industriales multivariados.

Campo espećıfico: inteligencia artificial, análisis de señales.
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Introducción

Uno de los grandes retos que enfrenta el sector industrial es alcanzar un nivel óptimo

en la calidad de sus productos. Con el fin de lograrlo se implementa una gran variedad

de metodoloǵıas y técnicas para la eficiente detección de fallas, y aśı asegurar el buen

funcionamiento de los procesos involucrados en la producción de dichos productos. Sin

embargo, debido a la creciente competitividad en los mercados y al gran avance de la

tecnoloǵıa, los procesos se han vuelto altamente complejos presentando caracteŕısticas

lineales y no lineales, presencia de ruido y correlación entre otras. Esto propicia que

algunas técnicas de análisis convencionales queden obsoletas, por lo tanto es imperante

analizar estos procesos haciendo uso de metodoloǵıas innovadoras y flexibles que permitan

llevar acabo el análisis de procesos complejos.

En la actualidad la investigación y desarrollo de técnicas de aprendizaje automático o

machine learning (ML)1 ha crecido exponencialmente gracias al avance de los sistemas

computacionales. El reconocimiento de patrones es una de las tareas que ML es capaz de

llevar a cabo de manera eficiente en ambientes complejos mediante técnicas como redes

neuronales artificiales, máquinas de soporte vectorial, algoritmo k-medias, etc. Por lo tanto

dichas técnicas se han aplicado con éxito en la detección de fallas en diversos procesos y

dispositivos tecnológicos.

Una falla se define como una desviación no autorizada de al menos una caracteŕıstica

o variable del sistema. Los tipos de fallas que ocurren en sistemas industriales incluyen

1En este documento algunos conceptos, abreviaturas y siglas se presentan en inglés debido a su amplio

uso en la disiplina correspondiente.
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1. INTRODUCCIÓN

cambios de parámetros de proceso, perturbaciones, problemas de actuadores, problemas

con sensores, entre otras(Chiang, Russell, y Braatz, 2001). De acuerdo a Vapnik machine

learning consta de tres problemas principales: clasificación, regresión y estimación de

la densidad. El objetivo del problema de regresión es predecir el valor asociado con una

muestra x basada en los datos observados, donde la relación existe pero es inobservable. La

estimación de la densidad tiene como objetivo construir una estimación basada en los datos

observados, de la función de densidad de probabilidad subyacente. Mientras que la tarea

general del problema de clasificación es construir una máquina automática (algoritmo)

que pueda clasificar una muestra en un conjunto de clases dadas sin implicación humana.

Dichos algoritmos pueden caracterizarse por una familia de funciones f(x, α), α ∈ Λ

donde x es la muestra, y Λ es el dominio de los parámetros. El proceso de aprendizaje

tiene como objetivo la nominación del parámetro óptimo α0 que minimiza el riesgo general

o emṕırico. De acuerdo a la teoŕıa del aprendizaje estad́ıstico desarrollada por Vapnik y

Chervonenkis, el proceso de nominación de parámetros se lleva a cabo mediante principios

de aprendizaje. Estos principios proporcionan una ruta para la adquisición del parámetro

óptimo y también garantizan la coherencia y calidad de la solución, aśı como la tasa de

convergencia. En teoŕıa, el riesgo emṕırico o general son criterios adecuados para obtener el

parámetro α0. El riesgo emṕırico se refiere a un conjunto de muestras de entrenamiento.

Es posible calcular el riesgo emṕırico para el conjunto de entrenamiento dado. Por el

contrario, no es factible evaluar el riesgo general que se define en todo el espacio de

datos (Le, 2012). En las secciones siguientes se definirán otros conceptos de la teoŕıa de

aprendizaje estad́ıstico.

Como se mencionó anteriormente diversas técnicas de machine learning han sido aplicadas

eficientemente para la detección de fallas en diversos procesos debido a su alta capaci-

dad de llevar a cabo tareas de reconocimiento de patrones. Sin embargo en sistemas de

alta dimensionalidad, es decir conjuntos de datos con gran cantidad de variables, puede

existir información redundante la cual aumenta de manera innecesaria la complejidad e

inexactitud de los modelos matemáticos para la detección de fallas, además de volverlos

computacionalmente costosos. Por lo tanto es necesario reducir el número de variables a

considerar manteniendo solo las caracteŕısticas relevantes y útiles con la mı́nima perdi-

da de información valiosa, a este proceso se le conoce como selección de caracteŕısticas.

La selección de caracteŕısticas nos proporciona una forma de reducir el tiempo compu-

tacional, mejorar el desempeño de la predicción y una mejor comprensión de los datos en

2



1. INTRODUCCIÓN

aplicaciones de machine learning.

En aplicaciones de clasificación en la vida real, los conjuntos de datos empleados para

el entrenamiento de los algoritmos, pueden contener cientos de variables de las cuales

una gran cantidad de ellas pueden estar altamente correlacionadas. Por ejemplo, si dos

de estas variables estan perfectamente correlacionadas solo se necesita una de ellas para

describir los datos, es decir que las variables dependientes no proporcionan ninguna infor-

mación adicional sobre las clases y por lo tanto sirven como ruido para el predictor. Esto

significa que el contenido total de información se puede obtener a partir de menos ca-

racteŕısticas únicas que contienen información de discriminación máxima sobre las clases

(Chandrashekar y Sahin, 2014). Además del reconocimiento de patrones y la selección de

caracteŕısticas en procesos de alta dimensionalidad, es necesario tomar en cuenta algunos

otros problemas que se presentan de manera común en dichos procesos. Un ejemplo de

estos es el conocido como desequilibrio de clases (class imbalance). Se dice que los datos

sufren el problema de desequilibrio de clase cuando las distribuciones de las mismas están

altamente desequilibradas. Esto ocurre cuando un conjunto de datos está dominado por

una clase principal o por clases que tienen significativamente más instancias que las otras

clases minoritarias en los datos.

Para el caso de dos clases, se supone que la clase minoritaria es la clase positiva, y

la clase mayoritaria es la clase negativa. Si se aplican los clasificadores tradicionales al

conjunto de datos, es probable que predigan todo como negativo (la clase mayoritaria).

Otro de los problemas que se presentan al momento de llevar a cabo análisis de datos es el

ruido presente en los mismos (noisy data). Esto puede deberse a dispositivos de medición

defectuosos, errores de transcripción e irregularidades, entre otras cosas. Sin embargo, la

precisión de un clasificador puede depender en gran medida de la calidad de los datos

utilizados durante la fase de entrenamiento, por lo que un clasificador construido a partir

de un conjunto de entrenamiento ruidoso podŕıa ser menos preciso que uno construido a

partir de la versión libre de ruido utilizando un algoritmo idéntico (Bolón-Canedo et al.,

2015).

Como se mostró, existe una serie de aspectos a considerar al momento de llevar a cabo

la detección de fallas en procesos complejos, por lo tanto es necesario el desarrollo e

implementación de metodoloǵıas robustas capaces de lidiar con dichos inconvenientes y

aśı aplicarlos de manera eficiente en problemas de la vida real. Por lo tanto, este trabajo

de investigación se centrará en desarrollar una metodoloǵıa para la detección de fallas en
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procesos multivariados.

4



2

Planteamiento del problema

En la industria manufacturera actual el aseguramiento de la calidad es un aspecto fun-

damental con el que toda organización se enfrenta d́ıa a d́ıa. Por tal motivo la detección

de fallas en procesos, equipos, maquinaria, entre otros. desempeña un papel crucial para

lograr que los productos o servicios cumplan con los requisitos mı́nimos de calidad. Con

el avance de la tecnoloǵıa informática y el desarrollo de nuevas metodoloǵıas cient́ıficas,

han surgido diferentes enfoques para llevar a cabo la detección de fallas. Uno de ellos

es la implementación de técnicas de inteligencia artificial que permiten analizar grandes

cantidades de datos donde interactúan caracteŕısticas de diversa naturaleza. Clasificado-

res como máquinas de soporte vectorial (SVM), redes neuronales artificiales (ANN), entre

otros, han sido implementados con éxito en tareas de detección de fallas en ambientes in-

dustriales complejos, donde el dominio de las caracteŕısticas se ha expandido de decenas

a cientos de variables o caracteŕısticas involucradas en dichas tareas.

Debido a que el rendimiento de la mayoŕıa de los clasificadores mejora cuando se eliminan

las caracteŕısticas redundantes o irrelevantes, es necesario implementar procedimientos

para la selección de variables enfocados en seleccionar un subconjunto de variables de

entrada que pueden describir eficientemente el conjunto total de caracteŕısticas mientras

se reducen los efectos del ruido o variables irrelevantes y aśı proporcionar buenos resul-

tados de clasificación, con el fin de desarrollar sistemas eficientes para la detección de

fallas. Además de la gran cantidad de variables presentes en los procesos actuales, otro

inconveniente para algunas técnicas de clasificación es el lidiar con datos desequilibrados,

es decir cuando se cuenta con un buen muestreo solo para algunas de las clases mientras
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que para el resto se cuenta con un muestreo pobre o incluso inexistente.

Un ejemplo de esta situación seŕıa un equipo nuevo donde aun no se cuenta con infor-

mación alguna de fallas de la misma. En esta situación, los clasificadores como SVM y

ANN pueden tener u na buena precisión en la clase mayoritaria pero una precisión muy

pobre en la clase minoritaria debido a la influencia que la clase mayoritaria tiene sobre

los criterios tradicionales de entrenamiento. En estos casos se han implementado los lla-

mados clasificadores de una clase para llevar a cabo tareas de reconocimiento de patrones

en conjuntos de datos desequilibrados. Debido a lo antes descrito esta investigación se

centrará en investigar y lidiar con los inconvenientes que generan los distintos escenarios

planteados al implementar la detección de fallas en un proceso industrial complejo.

2.1. Problemas espećıficos

Pre procesamiento de datos: al obtener datos directamente de procesos industriales

complejos, estos pueden presentar caracteŕısticas como: datos faltantes, información

redundante y ruido entre otras. Esto dificulta el proceso de clasificación de algunas

técnicas de reconocimiento de patrones aplicadas a la detección de fallas. Por lo

tanto es importante implementar una etapa de pre procesamiento de los datos, y

aśı reducir los efectos negativos de dichas caracteŕısticas.

Detección de fallas: debido a que los procesos se han vuelto altamente complejos

presentando caracteŕısticas no lineales, gran cantidad de variables y correlación entre

las mismas. Es necesario implementar técnicas robustas que permitan reconocer

patrones de manera eficiente y aśı llevar a cabo la detección de fallas.

Selección de caracteŕısticas: es necesario implementar técnicas para la selección de

caracteŕısticas ya que proporcionan una forma de reducir el tiempo computacional,

mejorar el desempeño en el reconocimiento de patrones y una mejor comprensión

de los datos en aplicaciones de detección de fallas.
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2.2. Estado del arte

Se presenta la revisión de la producción cient́ıfica concerniente a las diversas técnicas

de inteligencia artificial y análisis de señales para la detección de fallas y selección de

caracteŕısticas.

2.2.1. Clasificación

Una de las aplicaciones mas importantes y de mayor utilidad de la inteligencia artificial

es la clasificación. Por ejemplo, en procesamiento de imágnes, las técnicas de inteligencia

artificial (IA) se usan con el objetivo de llevar a cabo tareas como reconocer rostros

humanos, huellas digitales, digitos alfanuméricos entre otros. Otro campo de aplicación

es la detección de fallas, por lo tanto estas metodoloǵıas son relevantes en este trabajo de

investigación.

(Elhariri et al., 2014) presentan un sistema para la clasificación de tomates dependiendo

de su estado de madurez mediante el análisis de imágenes. El sistema consta de tres

etapas: pre procesamiento de imágenes, extracción de caracteŕısticas y por último la etapa

de clasificación. La primera etapa consiste en convertir cada imagen de RGB al espacio de

color HSV, ya que es ampliamente utilizado en el campo de visión a color. En la etapa de

extracción de caracteŕısticas se implementa el analisis de componentes principales (ACP)

para generar un vector de caracteŕısticas por cada imagen. Finalmente, se utiliza máquinas

de soporte vectorial multiclase para llevar a cabo la tarea de clasificar los tomates de

acuerdo a su estado de madurés.

(Xie et al., 2013) proponen la hiperesfera multiclase usando support vector data descrip-

tion (HSMC-SVDD por sus siglas en ingles) para mejorar la exactitud en la clasificación

y la velocidad de entrenamiento cuando existen más de dos clases. Primero se implemen-

ta un proceso de extracción de caracteŕısticas donde se obtienen diversas métricas como

curtosis, enerǵıa y correlación. Después se aplica análisis de componentes principales no

lineal con el fin de realizar una reducción dimensional de los datos. Finalmente, se cons-

truye el modelo HSMC-SVDD para la clasificación. Las pruebas se realizan en un total

de 322 imágenes médicas para el diagnóstico de masas normales, masas benignas y masas

malignas. (Zhao et al., 2014) proponen un marco simple, no invasivo y automatizado para

la detección del śındrome de Down basado en patrones faciales espećıficos de la enferme-
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dad. Las caracteŕısticas geométricas y de textura local se extraen basándose en marcas

anatómicas detectadas automáticamente para describir la morfoloǵıa y estructura facial.

Las caracteŕısticas faciales se extraen de los bebés con śındrome de Down. Se utilizan

diferentes técnicas como ACP, análisis de componentes independientes (ACI) y el modelo

de textura local con restricciones de forma (CLM siglas en ingles). CLM consiste en un

modelo estadistico de forma y un modelo de textura local. Combinando estos dos modelos,

tanto la morfoloǵıa como la textura local de un rostro son descritas. Para la clasificación

de los patrones obtenidos en la etapa de extracción de caracteŕısticas, se utilizan máquinas

de soporte vectorial.

(Ren, 2012) lleva a cabo la comparación del desempeño de las máquinas de soporte vec-

torial y redes neuronales artificiales (ANN) en la clasificación de cúmulos de microcalci-

ficación en mamograf́ıas, lo cual es parte fundamental para el diagnóstico temprano de

cáncer de mama. El autor reporta que las ANN presentan mejor desempeño que SVM

cuando la cantidad de datos pertenecientes a las distintas clases es desproporcionada, es

decir son datos no balanceados.

Además de imágenes, las técnicas de IA en combinación con otras técnicas de procesamien-

to de señales permiten analizar otros tipos de caracteŕısticas como las señales eléctricas.

(Martis y Acharya, 2013) llevaron a cabo el análisis de la señal del electrocardiograma

(ECG) para clasificar diversos tipos de padecimientos del corazón. Estos son: bloqueo

de la rama izquierda, bloqueo de la rama derecha, contracción prematura y contracción

ventricular prematura. Para esta investigación se utilizó la base de datos de arritmia car-

diaca del instituto tecnológico de Massachusetts (MIT-BIH). Para la etapa de extracción

de caracteŕısticas se aplicó la transformada wavelet discreta (DWT) con el fin de obtener

información en el dominio del tiempo y frecuencia. Posteriormente, ACP y ACI se usa-

ron para la reducción dimensional. Por último, se implementaron diversos clasificadores

como redes neuronales, máquinas de soporte vectorial y una red neuronal probabiĺıstica

(PNN). Al finalizar las pruebas, se encontro que la combinación de ACI y PNN tuvieron

el desempeño más alto en la tarea de clasificación con un 97.97% de efectividad.

Por su parte (Stewart et al., 2014), analizan la señal del electroencefalograma (EEG) con

el fin de detectar la existencia de diversos estimulos visuales en humanos. ICA es aplicado

para la extracción de caracteŕısticas, posteriormente SVM multiclase es entrenado para

realizar la tarea de clasificación. (Nguyen et al., 2015) proponen la clasificación de datos

sanitarios (cáncer de mama y enfermedades del corazón) mediante un sistema basado en
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lógica difusa y wavelets. La transformada wavelet se emplea para extraer caracteŕısticas

discriminatorias para conjuntos de datos de alta dimensión y la combinación de algoritmos

genéticos (GA) con lógica difusa se implementa para propósitos de clasificación. GA se

encarga de optimizar la estructura de la regla difusa, cada gen representa una regla difusa.

El número de genes en un cromosoma, es igual al número de reglas difusas iniciales. Cada

gen obtiene un valor de 0 o 1 donde 0 significa que la regla difusa correspondiente se omite,

mientras que 1 significa que la regla difusa correspondiente se conserva. El cromosoma que

se obtiene a través de una serie de generaciones en evolución representa el conjunto óptimo

de reglas difusas. Los resultados muestran la dominancia del método wavelet-GSAM frente

a otros como máquinas SVM y redes neuronales probabiĺısticas.

Metodoloǵıas antes mencionadas como SVM, PNN, K-medias. Se implementan con el

objetivo de clasificar datos en 2 o más clases, sin embargo en la práctica existe otro tipo

de clasificación. Este es el llamado problema de descripción de datos o clasificación de

una clase. Aqúı, el problema es hacer una descripción de un conjunto de entrenamiento

de objetos y detectar nuevos objetos que se asemejan a este conjunto de entrenamiento.

La descripción de datos se utiliza para tratar un problema de clasificación en donde solo

se tiene suficiente información de una de las clases mientras que se tiene muy poca o nula

información de la otra. Mahalanobis-Taguchi system (MTS) es una metodoloǵıa que se

ha aplicado de manera exitosa para lidiar con el problema de descripción de datos.

(M. Y. Abu y Ramlie, 2014) presentan un sistema basado en MTS para el reconocimiento

de patrones con el fin de distinguir entre dos rangos distintos de remanufacturabilidad

de una pieza mecánica y de esta manera evitar desperdicio de material. El estudio se

aplicó en la industria automotriz de Malasia. La pieza es medida en tres distintos ejes y

se generan patrones que corresponden a diferentes niveles de desgaste. MTS se encarga de

reconocer estos patrones y determinar si la pieza es reusable. Sin embargo, este art́ıculo

no presenta en detalle la metodoloǵıa, además de no efectuar comparación con alguna

otra técnica.

(Iquebal et al., 2014) muestran una metodoloǵıa para la clasificación basada en la distan-

cia Mahalanobis (MD) y asociación mediante Rough Sets Theory (RST). La metodoloǵıa

es implementada en cinco casos de estudio, cada uno con dos posibles clases. Además

de lidiar con el problema de clasificación, MTS es capaz de lidiar con el problema de

selección de caracteŕısticas o variables. En MTS estandar, la selección de caracteŕısticas

para mejorar la clasificación se realiza mediante la relación señal/ruido (S/N) y arreglos
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ortogonales (OAs). Sin embargo, se ha debatido por las limitaciones en el manejo de un

gran número de variables por parte de los OAs. La contribución de este art́ıculo es pre-

cisamente sobre la selección de caracteŕısticas relevantes basadas en la maximización del

grado de dependencia entre subconjuntos de variables del sistema (SSVs) y categoŕıas.

Este art́ıculo deja claro que el estudio de metodoloǵıas para mejorar la selección de carac-

teŕısticas en MTS es un campo de investigación importante, al igual que la construcción

del espacio de referencia.

(p. Gu et al., 2014) proponen un modelo de optimización del espacio de referencia median-

te un hybrido de algoritmos genéticos (GA) y MTS, que tiene como objetivo minimizar la

tasa de error de clasificación y maximizar la relación señal / ruido. También presenta una

nueva función de ajuste para evitar la convergencia prematura del algoritmo genético. La

novedad de este trabajo es el cálculo de MD para el espacio de referencia sobre muestras

anormales, que se utiliza para construir una nueva función objetivo.

(Su y Hsiao, 2009) presentan un sistema para la multi clasificación y la selección de carac-

teŕısticas de manera simultanea (MMTS). La escala de medición multi clase se construye

estableciendo un espacio Mahalanobis individual para cada clase. Para aumentar la validez

de la escala de medición, el proceso de Gram-Schmidt se lleva a cabo para ortogonalizar

mutuamente las caracteŕısticas y eliminar la multicolinealidad. Finalmente se propone

una distancia Mahalanobis ponderada como una métrica para la clasificación. Se estudia

un caso real de diabetes mellitus gestacional y los resultados indican la viabilidad del

MMTS en aplicaciones de la vida real.

(Ghasemi et al., 2015) por su parte presenta una revisión detallada de la metodoloǵıa

MTS, aśı como una extensa revisión de estado del arte. Por lo tanto es útil para el

investigador ya que amplia el panorama sobre las distintas posibles aplicaciones de la

metodoloǵıa. Otra técnica para la descripción de datos es support vector data description

la cual se basa en SVM. (Wang y Tan, 2013) presenta la combinación de support vec-

tor data description (SVDD) y K-medias para la clasificación. Debido a que el método

de K-medias no toma en cuenta la distribución no uniforme en el tamaño de los grupos.

Intuitivamente, los grupos que contienen más datos son probablemente parte de las carac-

teŕısticas con mayor influencia en comparación con los grupos más pequeños. Por lo tanto

se implementa SVDD para medir la densidad de cada grupo formado por el método de

K-medias. La propuesta es creativa ya que mejora el desempeño del algoritmo K-medias

para la clasificación. Sin embargo, en este trabajo se depende de la expertiz humana al
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momento de elegir el número de grupos que K-medias formará. Similar a MTS, SVDD

puede extenderse para tareas de multi clasificación.

(Yang et al., 2011) desarrollan una nueva función de decisión para SVDD multi clase,

usando el concepto de fuerza de atracción. Esto mejora el rendimiento del multi clasifica-

dor, ya que toma en cuenta la densidad de cada clase. Por otro lado, la elección de algunos

parámetros para los métodos basados en SVM (como el kernel) es de vital importancia

para el rendimiento de estos métodos. (Bounsiar y Madden, 2014) presentan una inves-

tigación acerca del desempeño de diversos kernel en tareas de clasificación de una clase

(OCC). La investigación se justifica ya que otros autores asumen que los kernel usados en

clasificadores binarios como SVM son apropiados para la descripción de datos. El estudio

presenta la clasificación de datos referentes al cáncer de mama donde se identifica entre

cáncer maligno y benigno. En este caso en particular el kernel función de base radial

(RBF) tuvo el desempeño más alto, mientras otros kernel como el sigmoide o polinomial

no tuvieron un buen desempeño.

Diversas técnicas de clasificación fueron descritas. Estas metodoloǵıas también se han

implementado de forma exitosa para la detección de fallas en procesos multivariados

complejos.

2.2.2. Detección de fallas y selección de caracteŕısticas

(Chun-Chin et al., 2010) proponen integrar análisis de componentes independientes (ICA)

y máquinas de soporte vectorial (SVM) con el fin de desarrollar un sistema inteligente

para la detección de fallas en un proceso multivariado no gaussiano. ICA se implementa

como una extensión de análisis de componentes principales (PCA). Sin embargo, ICA al

no presentar restricciones de ortogonalidad, puede lidiar con procesos no gaussianos. El

sistema ICA-SVM para la detección de fallas consiste de dos fases. Primero se desarrollan

las bases de datos correspondientes a datos en operación normal y datos en falla para

comenzar el proceso de entrenamiento del sistema. Finalmente se lleva a cabo la etapa de

monitoreo y prueba. El desempeño de ICA-SVM es comparado con otros sistemas como

SVM y PCA-SVM. El sistema propuesto en esta investigación muestra mejor desempeño

en la tarea de detección de fallas que los otros sistemas antes descritos.

Como se mencionó antes, en la actualidad los procesos industriales son altamente com-
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plejos. Estos a su vez se componen de dispositivos tecnológicos sofisticados de naturaleza

mecánica, electrónica, neumática, entre otros. De tal manera que estos dispositivos pueden

ser vistos como procesos, y por tal motivo las técnicas de inteligencia artificial también

son implementadas con el fin de analizar y detectar fallas en dichos dispositivos.

(Yacout, Salamanca, y Mortada, 2013) patentan una metodoloǵıa para la detección de

fallas en dispositivos por mantenimiento basado en condiciones (CBM). Una vez que

se recopilan datos representativos de condiciones dinámicas del dispositivo, se emplea

aprendizaje automático (ML) para extraer patrones de los datos que permitan determinar

si el dispositivo presenta alguna falla o no. Algunas de las técnicas analizadas por los

autores son: PCA, SVM, ANN y lógica difusa, etc. La aplicación de CBM a equipos

electromecánicos mediante el monitoreo de datos de indicadores, ha demostrado ser un

método efectivo para proteger maquinaria costosa y asegurar su funcionamiento continuo.

Una de las aplicaciones de esta herramienta es la predicción y detección de fallas en un

transformador eléctrico mediante el control de varios gases. Esta herramienta es robusta

y digna de patente porque su uso no se limita a un solo dispositivo.

(Gaied et al., 2012) presentan un sistema para la detección de fallas basado en la trans-

formada wavelet discreta (DWT). Se simulan las fallas de bobinado del estator en corto

y abierto, posteriormente se detecta la corriente del estator. Esta actúa como entrada

para la DWT la cual transforma la señal del dominio del tiempo hacia el dominio tiempo-

frecuencia, con el objetivo de extraer información crucial acerca de la falla. Lo interesante

de este trabajo es el uso del llamado ı́ndice wavelet, que se obtiene mediante la enerǵıa de

la corriente del estator y la descomposición wavelet (Daubechies wavelet). La detección

de las distintas fallas depende del valor de este ı́ndice.

(Xiaogang y Xuemin, 2013) presentan un novedoso método de monitoreo no lineal basado

en análisis de caracteŕısticas kernel dinámico y SVDD. Este método fue probado en un

proceso simulado de un reactor de tanque agitado continuo no isotérmico (CSTR). La

experimentación demuestra que el método es capaz de capturar eficazmente las carac-

teŕısticas no lineales en el proceso y llevar a cabo la detección de fallas eficiente.

Por su parte (Benkedjouh et al., 2012) presentan un metodo para el diagnóstico de fallas

en rodamientos basado en PCA y SVDD. El propósito de este trabajo es transformar las

señales monitoreadas de vibración en caracteŕısticas que pueden usarse para rastrear el

estado de salud de los rodamientos y aśı estimar su vida útil restante (RUL). Después de
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que las señales son pre procesadas mediante filtros, se implementa PCA para reducir la

dimensionalidad del sistema y posteriormente construir el modelo SVDD. Es decir obtener

el valor del radio (R) y el centro de la hiperesfera, ya que mediante R es posible calcular

el RUL. Este documento proporciona una visión general para la detección y predicción de

fallas.

Por su parte (Ma et al., 2012) proponen un sistema para la detección y predicción de

fallas basado en la combinación de PCA y SVM aplicado en turbinas de combustión por

gas. Las señales de vibración de las turbinas de gas tienden a ser no estacionarias, por lo

tanto, el análisis wavelet se utiliza para eliminar el ruido de dichas señales. Después se

aplica PCA para reducir la dimensionalidad de los datos. Estos sirven para la construcción

del modelo SVM para la predicción y diagnóstico de fallas.

(Keskes et al., 2013) presentan un sistema inteligente para la detección de barras rotas

en motores eléctricos basado en la combinación de transformada wavelet estacionaria

(SWPT) y Wavelet-SVM multiclase. La SWPT se utiliza para la extracción de carac-

teŕısticas. Los autores informan que recientemente, la transformada estacionaria wavelet

se ha convertido en una de las técnicas de procesamiento de señales más utilizadas para

el diagnóstico de fallas en motores de inducción. Sin embargo, la SWPT sólo se utiliza

para extraer caracteŕısticas sensibles relacionadas con las fallas, pero no permite la detec-

ción automática de las mismas. Para realizar la clasificación (diagnóstico) de las fallas, el

modelo SVM se construye usando como kernel una función wavelet. Ya que SVM fue ori-

ginalmente diseñado para la clasificación binaria, los métodos conocidos como uno contra

todos (OAA) y uno contra uno (OAO) se implementan con el fin de llevar a cabo una

clasificación múltiple.

Por otro lado (Shen et al., 2013) proponen el diagnóstico de fallas para maquinária ro-

tatoria. El esquema para el disgnóstico de fallas inteligente se basa en el cálculo de de

parámetros estad́ısticos a partir de una transformación wavelet de las señales de vibración

provenientes de acelerómetros. Después se calculan estad́ısticos como curtosis, varianza,

etc. Estos son usados como parámetros de una regresión basada en vectore de soporte

(SVR) para el diagnóstico de fallas. Además de la transformada wavelet bastante men-

cionada, existen otras transformaciones útiles para la extracción de caracteŕısticas.

(Sajjad y Zaidi, 2013) implementan la transformada Choi Williams para analizar señales

de corriente en máquinas eléctricas en el dominio tiempo-frecuencia. La máquina ba-
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jo estudio esta en servicio y no se cuenta con información h́ıstorica relacionada con las

fallas de la misma. Para la etapa de diagnóstico de fallas, las señales se recogen continua-

mente durante un intervalo de tiempo espećıfico. Posteriormente se realiza el proceso de

transformación a tiempo-frecuencia, y se implementa PCA para deducción dimensional

de caracteŕısticas. Los nuevos vectores de caracteŕısticas se proyectan en el vector propio

más significativo de PCA y se calcula la media de los puntos proyectados, de esta manera

se determina la clase.

(Ganesh et al., 2013) patentan un sistema para el pronóstico de fallas para la detección

y diagnóstico de fallas en aislante eléctrico utilizando la transformada rápida de fou-

rier (FFT). El sistema también incluye un módulo de adquisición de datos acoplado a dos

transformadores de corriente, en el que el modelo de adquisición de datos recibe las señales

de componentes de alta frecuencia y las analiza para identificar componentes defectuosos

en el sistema de aislamiento eléctrico. Los autores realizaron el estudio de aislamiento

eléctrico en componentes eléctricos pertenecientes a locomotoras y otros veh́ıculos. Al-

gunos de estos componentes son: generadores, rectificadores, convertidores, motores de

tracción y ventiladores.

(Al-jonid et al., 2013) proponen un modelo para el diagnóstico de fallas en un control

numérico por computadora (CNC). Este sistema involucra la combinación de redes neu-

ronales difusas (NF) y redes bayesianas. Este, se encarga de clasificar las fallas en primer

y segundo grado. Las de primer grado son fallas instantaneas mientras las de segundo gra-

do son que evolucionan y aparecen como un fenómeno en desarrollo que comienza desde

una etapa inicial hasta una etapa madura. La degradación de ocho herramientas fueron

probadas en este estudio. Después de 500 casos simulados, la herramienta número 2 se

pronostica como la más degradada con un porcentaje de 46.7%. La desventaja del sistema

es la alta sensibilidad al ruido. Esto puede explicarse porque en este trabajo, no se reporta

la implementación de alguna técnica de pre procesamiento. (Yin et al., 2014) presentan

un sistema para el diagnóstico de fallas en linea. Este, utiliza aprendizaje automático

extremo (ELM) con estructura de salida incremental y SVDD (ISVDD). ISVDD permite

desarrollar un sistema capaz de detectar y aprender nuevas fallas.

Por su parte (H. Jiang et al., 2014) proponen el diagnóstico de fallas en rodamientos me-

diante la aplicación de una descomposición en valores singulares (SVD) para la extracción

de caracteŕısticas en señales de vibración. Para realizar la clasificación de patrones que

permite el diagnóstico de fallas se implementan modelos ocultos de Markov continuos
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(CHMM). La novedad de este trabajo radica en la extracción de caracteŕısticas utilizando

SVD ya que permite obtener patrones con notable diferencia entre datos en funcionamien-

to normal y datos en falla. (Kutylowska, 2014) presenta la aplicación de redes neuronales

artificiales para pronosticar el valor de salida de frecuencia de fallas en un sistema flu-

vial polaco. En este trabajo se utiliza una red perceptrón multicapa, donde se prueban

varias funciones de activación. Incluyendo la tangente loǵıstica e hiperbólica. El aspecto

interesante de este trabajo es el uso del algoritmo de aprendizaje denominado enfoque

cuasi Newton, que según el autor es el más eficaz. El algoritmo cuasi Newton requiere un

pequeño número de iteraciones para entrenar la red neuronal dada su rápida convergencia

y criterio de búsqueda más inteligente.

Por su parte (Wenliao et al., 2014) utilizan optimización por enjambre de part́ıculas

(PSO) para encontrar el valor del parámetro C en SVDD y el parámetro s para el kernel

RBF. Los cuales mejoran el diagnóstico de fallas en bombas hidráulicas. El uso de este

tipos de algoritmmos bio inspirados, muestran ser una alternativa eficaz para la sintoniza-

ción de hiperparámetros. (Reséndiz et al., 2013) aplican MTS a un problema dimensional

en la industria automotriz. Una versión reciente del algoritmo de optimización por colonia

de hormigas binario es implementada para la selección óptima de variables, sustituyendo

a los arreglos ortogonales usados en MTS estándar. La metodoloǵıa h́ıbrida se aplica a

un proceso de manufactura en la industria automotriz, donde el componente espećıfico se

supervisa con el fin de detectar problemas de calidad dimensional.

(Ren et al., 2011) proponen una sistema para el diagnóstico de fallas basado en multiclass

MTS (MMTS), donde se adquiere señales de vibración del proceso. Posteriormente se

implementa MMTS para realizar la clasificación de múltiples fallas y de manera simultanea

llevar a cabo la selección de caracteŕısticas. Esto, se realiza a través de la construcción de

espacios de referencia para cada estado y por medio de la distancia Mahalanobis de los

datos a clasificar se determina a que clase pertenece, es decir, que tipo de falla se detecta.

En (Aldape-Pérez et al., 2013) se muestra cómo el paradigma de la memoria asociativa

y la computación paralela pueden utilizarse para realizar tareas de selección de carac-

teŕısticas. Este enfoque utiliza memorias asociativas para obtener un valor de máscara

que representa un subconjunto de caracteŕısticas que identifica claramente información

irrelevante o redundante para fines de clasificación. A lo largo de la fase experimental, seis

conjuntos de datos se utilizaron como conjunto de pruebas para estimar el rendimiento

de clasificación de cada uno de los algoritmos comparados. Los resultados experimentales
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muestran que las memorias asociativas pueden ser implementadas en la infraestructura de

computación paralela, reduciendo los costos computacionales necesarios para encontrar un

subconjunto óptimo de caracteŕısticas que maximice el desempeño de la clasificación. El

trabajo se centra en mostrar resultados en términos de tiempo computacional y exactitud

en la clasificación, sin embargo no presenta los resultados de referentes a las caracteŕısticas

seleccionadas, además de no presentar una aplicación en un proceso industrial.

Por su parte (Gamarra y Quintero, 2013) llevan a cabo la selección de caracteŕısticas

aplicando algoritmos genéticos para encontrar el subconjunto de variables para optimizar

la tarea de clasificación por parte de redes neuronales artificiales. La etapa de experimen-

tación se lleva a cabo en tres bases de datos: partes de auto, frutas y caras. El art́ıculo

es completo en experimentación sin embargo solo menciona el número de caracteŕısti-

cas consideradas en cada caso pero omite la descripción de dichas caracteŕısticas. En

(Chandrashekar y Sahin, 2014) se presenta una revisión de diversos métodos para la se-

lección de caracteŕısticas para mejorar la clasificación de las máquinas de soporte vectorial

y de una red neuronal con función de base radial. El desempeño de los diferentes enfoques

se valida en cinco diferentes conjuntos de datos del repositorio de aprendizaje de máquina

de UCI. El art́ıculo presenta una detallada descripción de las ventajas de realizar el pro-

ceso de selección de caracteŕısticas aśı como de los diferentes tipos de algoritmos para la

clasificación de datos, por lo tanto es de gran utilidad para este trabajo de investigación.

Por su parte (Saha y Rajasekaran, 2015) presentan tres algoritmos aleatorizados para tra-

tar el problema de la selección de variables. Dichos métodos pueden ser pensados como un

paseo al azar en el espacio de todos los subconjuntos posibles de las caracteŕısticas. Estas

aplicaciones incluyen, pero no se limitan a la predicción de propiedades de materiales, el

procesamiento de datos biológicos y la integración de datos. El estudio demuestra buen

desempeño de los métodos propuestos para la selección de caracteŕısticas, sin embargo de-

bido a la aleatoridad de los enfoques el tiempo computacional es un parámetro de interes

para el investigador que no se reporta en el art́ıculo.

(Liu y Zhang, 2016) proponen tres métodos de tipo filtro para la selección de carac-

teŕısticas los cuales son comparados con métodos convencionales basados en distancias

ecuclideas. Los métodos propuestos estan basados en distancias probabiĺısticas para me-

dir la similitud entre muestras de datos. Las pruebas de la efectividad de la selección de

caracteŕısiticas para el proceso de clasificación se realizan en diez conjuntos de datos del

repositorio de aprendizaje de máquina de UCI aśı como en base de datos de imágenes fa-
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ciales. Los resultados muestran mayor efectividad por parte de los tres métodos propuestos

en comparación a diversos métodos convencionales para la selección de caracteŕısticas.

Como se muestra en el estado del arte, técnicas como Wavelets, Support Vector Data

Description y metaheuŕısticos, Se utilizan con éxito para desarrollar metodoloǵıas para

la detección de fallas y selección de caracteŕısticas aplicadas en diferentes dispositivos

y procesos complejos multivariados. Esto, debido a su capacidad de analizar y procesar

en ĺınea grandes cantidades de datos. Por lo tanto, se concluye que las metodoloǵıas

mencionadas son viables para su uso en este proyecto de investigación.

2.3. Preguntas de investigación

¿Que tipo de pre procesamiento se requiere para el análsis de los datos obtenidos

de procesos multivariados?

¿Que técnicas de inteligencia artificial permiten llevar a cabo la detección de fallas

en procesos complejos?

¿Como realizar la selección de variables relevantes?

¿Como evaluar el desempeño del sistema para la detección de fallas?

2.4. Hipótesis

Mediante la combinación de Support Vector Data Description y una metaheuŕıstica, es

posible llevar a cabo la selección de variables relevantes para mejorar la detección de fallas

reduciendo el error en la clasificación.
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2.5. Objetivos

2.5.1. Objetivo General

Desarrollar una metodoloǵıa para la detección de fallas y la selección de variables rele-

vantes e implementarla en un proceso multivariado complejo, obteniendo un error en la

clasificación menor que otros enfoques basados en inteligencia artificial.

2.5.2. Objetivos espećıficos

Realizar un pre procesamiento de datos.

Combinar Support Vector Data Description y una metaheuŕıstica para la detección

de fallas y selección de variables.

Implementar una técnica para la validación de la metodoloǵıa.

Desarrollar una interfaz para la visualización del análisis.

2.6. Justificación

En la actualidad la industria cuenta con procesos altamente complejos, estos se componen

de avanzados y costosos dispositivos. Por lo tanto, cuando una falla se presenta en ellos,

genera todo tipo de escenarios no deseados como tiempos muertos, costos de reparación

y en el peor de los casos la necesidad de comprar nuevos equipos. Por tal motivo, es de

interes investigar técnicas que permitan desarrollar una metodoloǵıa para la detección de

fallas, capaz de identificar las variables que contribuyen a estas anomalias, y aśı llevar a

cabo una mejora del proceso para evitar los inconvenientes antes mencionados.

2.7. Alcances y limitaciones

Alcances:
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En este trabajo de investigación, se presenta una metodoloǵıa para la detección de

fallas y selección de variables en procesos multivariados capaz de lidiar con datos con

clases no balanceadas. Dicha metodoloǵıa trabaja con conjuntos de datos completos

y de naturaleza continua.

Limitaciones:

Falta de datos adecuados para el entrenamiento de la metodoloǵıa propuesta, es

decir, falta de muestras del proceso en operación normal y en falla.
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Marco Téorico

El primer paso para llevar a cabo un análisis de cualquier proceso con el fin de detectar

fallas en el mismo, es precisamente contar con información para analizar. Por lo tanto, se

debe contar con un sistema para la adquisición y muestreo de las señales relevantes del

sistema y/o proceso. Una vez que se cuenta con la información existen diversas metodo-

loǵıas y técnicas para procesarlas, como las descritas en el estado del arte. A continuación

se presentan conceptos y teoŕıa de algunas técnicas relevantes para este proceso de in-

vestigación, las cuales incluyen procesamiento de señales, reconocimiento de patrones y

metaheuŕısticas.

3.1. Transformada Wavelet

Una de las técnicas más usadas para el procesamiento de señales es el análisis Wavelet

debido a su flexibilidad. A continuación se estudiará la idea detrás del análisis Wavelet,

este fue tomado de (Hernández, 1996), (Radunoviç, 2009), (E. O. Reséndiz-Flores, 2001),

(Walker, 2008), (Daubechies, 1992), (Torrence y Compo, 1998), (Nason, 2008) y (Frazier,

1999).

En 1946 Dennis Gabor definió funciones en tiempo-frecuencia, llamadas Wavelets de Ga-

bor. Su idea fue dividir una onda, representada en notación matemática como cos (wt+ ϕ),

en segmentos y retener solo algunos de ellos.

Una Wavelet es una función de onda con un soporte compacto. Se le llama onda debido a
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su naturaleza oscilatoria, y el diminutivo se utiliza por el dominio finito donde es diferente

de cero (el soporte compacto). La amplitud y la traslación de la Wavelet básica ψ(x) (La

Wavelet “madre”) define la base Wavelet,

ψa,b(x) =
1√
a
ψ

(
x− b

a

)
, a > 0.

Al elegir los valores adecuados para los parámetros de amplitud a y traslación b, las

partes pequeñas de una función con forma compleja pueden ser representadas con una

resolución más alta, mientras que las partes sencillas pueden ser representadas con una

menor resolución.

La transformada Wavelet es utilizada para descomponer datos, funciones u operadores en

varios componentes de frecuencia, luego cada componente es analizado en el mejor ajuste

de resolución para su escala. La transformada Wavelet continua (T.W.C) es definida por

el producto interno de la función y la base Wavelet, es decir,

T.W.C.f (a, b) = (f, ψa,b) =
1√
a

∫ ∞

−∞

f(x)ψ

(
x− b

a

)
dx. (3.1)

T.W.C.f (a, b)(ecuación (3.1)) es una función de amplitud a y posición b, y muestra que

tan estrecha es la Wavelet y la función de correlación en el intervalo determinado por el

soporte de la Wavelet. La transformada Wavelet mide la similitud entre el contenido de

frecuencias de la función y la Wavelet base ψa,b(x) en el dominio tiempo-frecuencia.

Por otro lado podemos definir la transformada Wavelet continua inversa (T.W.C.I.) como:

f(x) =
1

Cψ

∫ ∞

−∞

∫ ∞

−∞

T.W.C.f (a, b)ψa,b(x)
da db

a2
,

esta existe si la condición de admisibilidad se cumple,

Cψ =

∫ ∞

−∞

∣∣∣ψ̂(w)
∣∣∣
2

w
dw <∞. (3.2)
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La condición (3.2) implica que,

ψ̂(0) =

∫ ∞

−∞

ψ(x)dx = 0, (3.3)

lo cual brinda el carácter oscilatorio de la función ψ(x). La ecuación (3.2) también implica

que esta función necesita ser diferente de cero fuera del intervalo finito, pero esta debe

converger a cero lo suficientemente rápido cuando |x| → ∞. Por lo tanto, se llega a la

generalización del concepto Wavelet. La Wavelet básica ψ(x) es una función arbitraria que

tiene un valor medio igual a cero y que disminuye lo suficientemente rápido en el infinito,

estas son propiedades de las Wavelet base ψa,b(x). Esta es una de las diferencias entre la

transformada Wavelet y la de Fourier u otras transformaciones, mientras que en las otras

transformaciones las bases son determinadas, las bases Wavelet no son dadas expĺıcita-

mente. La teoŕıa sólo da propiedades generales de las Wavelets y las transformaciones, y

define las ideas generales con las que cualquiera puede construir una Wavelet de acuerdo

a sus necesidades. Cuando se construye o se elige la Wavelet básica, la base es definida

con dicha función.

Sin embargo, la transformada Wavelet continua (T.W.C.) no es de mayor uso práctico,

debido a que la correlación entre la función y la Wavelet es calculada mientras esta

es continuamente trasladada y ampliada, es decir, los parámetros a y b son variables

continuas. Por lo tanto la mayoŕıa de los coeficientes calculados son redundantes y hay

un número infinito de ellos, por esa razón se lleva a cabo una discretización. El plano

amplitud-tiempo se cubre con una malla y en los nodos de la malla la T.W.C. es calculada

para valores discretos de los parámetros a y b.

Las Wavelets discretas son usualmente funciones continuas parte por parte y no pueden

ser ampliadas ni trasladadas continuamente, solo en pasos discretos como se observa a

continuación,

ψj,k(x) =
1√
aj0

ψ

(
x− kb0a

j
0

aj0

)
(3.4)

donde j y k son enteros, mientras que a0 = 2 aśı la división sobre el eje frecuencia es

diádica. El factor traslación es usualmente elegido como b0 = 1, de manera que la división
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sobre el eje tiempo de la amplitud seleccionada es uniforme,

ψjk(x) = 2−j/2ψ(2−jx− k), y ψjk(x) 6= 0 para x ∈ [2jk, 2j(k + 1)]. (3.5)

Cuando el parámetro amplitud a es discretizado en escala logaŕıtmica, el parámetro b es

discretizado dependiendo del parámetro amplitud, es decir un número diferente de puntos

se utilizan en varias amplitudes.

Se lleva a cabo la discretización a través de la malla, primero el parámetro de amplitud

es discretizado eligiendo puntos enteros en la escala logaŕıtmica. La base del logaritmo

depende del usuario, sin embargo usualmente se utiliza 2 como base, por lo tanto las

amplitudes para las cuales la transformación se calculará son: 2, 4, 8, 16, 32,... Después

de esto, una discretización uniforme del eje tiempo se lleva a cabo en función de la dis-

cretización aplicada al eje amplitud. Si la base del logaritmo es 2, es decir, los valores

discretos del parámetro amplitud cambian para un factor de 2, el número de puntos en

el eje tiempo es reducido por un factor de 2 sobre la amplitud siguiente. Por ejemplo,

si tenemos 32 puntos equidistantes en el eje tiempo y la amplitud a = 2, entonces en la

siguiente amplitud a = 4 el número de puntos en el eje tiempo es reducido por un factor

de 2, es decir, 16 puntos equidistantes serán usados y aśı sucesivamente.

Los ĺımites de la discretización y el número de puntos son importantes si se espera que

la función sea reconstruida. El número de puntos de Nyquist es el número de puntos

mı́nimos que garantizan la posibilidad de reconstruir la función continua. La regla de

Nyquist establece que si el plano tiempo-amplitud necesita tener N1 puntos en la amplitud

a1, entonces es suficiente tener N2 puntos en la amplitud a2,

a1N1 = a2N2, o
N1

w1

=
N2

w2

, (3.6)

donde a1 < a2, esto significa que N2 < N1. La frecuencia w es igual al valor inverso de

la amplitud, w = 1/a. Para frecuencias bajas, el número de puntos puede ser reducido, lo

que a su vez reduce significativamente el número de cálculos.
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3.2. Multirresolución

La transformada Wavelet, tal como se definió anteriormente, se basa en la representación

de componentes de una función en diferentes escalas, es decir, con diferentes resolucio-

nes, para comprender mejor estos conceptos se estudiará el análisis multirresolución, este

fue desarrollado en base a (Radunoviç, 2009), (Hubbard, 1996), (Kobayashi, 1998) y

(Misiti et al., 2007).

La idea detrás de la llamada multirresolución puede ser explicada a través de un ejem-

plo. Los mapas geográficos contienen información diferente a diferentes escalas, por tal

motivo se ha realizado una normalización de los datos cartográficos mediante la división

en categoŕıas como ciudad, región, páıs, continente. Estas categoŕıas no son totalmente

independientes, ya que datos importantes que existen en una determinada escala se re-

piten en la siguiente escala más grande. Por lo tanto, eso es suficiente para determinar

las conexiones entre información dada en dos escalas colindantes por ejemplo que ciudad

pertenece a cual región, que región pertenece a cual pais (Radunoviç, 2009).

3.2.1. Análisis multirresolución

Definición 1. El análisis multiresolución es una descomposición del espacio de Hilbert

L2(R) en una serie de subespacios cerrados {Vj}j∈Z tales que

· · · ⊂ V2 ⊂ V1 ⊂ V0 ⊂ V−1 ⊂ V−2 ⊂ . . . (3.7)

∩j∈ZVj = {0} , ∪j∈ZVj = L2(R) (3.8)

∀f ∈ L2(R) y ∀j ∈ Z, f(x) ∈ Vj ⇔ f(2x) ∈ Vj−1 (3.9)

∀f ∈ L2(R) y ∀k ∈ Z, f(x) ∈ V0 ⇔ f(x− k) ∈ V0 (3.10)
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∃ ϕ ∈ V0 tal que {ϕ(x− k)}k∈Z es una base Riesz del subespacio V0. (3.11)

En la propiedad (3.11) la base puede ser elegida de tal manera que sea una base ortonormal

del espacio V0.

Por lo tanto, cada aproximación espacial Vj, donde j ∈ Z, es una versión escalada del

espacio básico V0, esto se obtiene por medio de la ampliación diádica, es decir, por un

factor de 2j, dicho espacio básico se contrae o expande dependiendo del signo de j. El

espacio Vj contiene detalles dos veces más finos que los contenidos por su predecesor en

la escala Vj+1, aśı cuando j → −∞ la aproximación se vuelve una representación ya que

Vj, tiende a L2(R).

La base del espacio V0 es formado por la función ϕ(x) y su traslación ϕ(x − k), donde

k ∈ Z (ec. 3.11), por lo tanto si denotamos la función ϕ(x), ampliada j veces y trasladada

por k como

ϕj,k(x) = 2−
j

2ϕ
(
2−jx− k

)
, j, k ∈ Z,

las bases de Riesz del espacio Vj son el conjunto de funciones {ϕj,k(x)} , k ∈ Z.

Una vez descrito lo anterior podemos definir la dilatación como la amplitud de la función

f(x) por el factor de amplitud 2j, escrito como f(x/2j). Por lo tanto el resultado será la

expansión (j > 0) o contracción (j < 0) de la función. En la figura (3.1) podemos observar

el efecto de la dilatación en las funciones sen(x) y la Wavelet ψ(x).

Por otro lado la traslación es definida como el desplazamiento de la función f(x) por

k, denotada como f(x − k), resultando un retraso (k < 0) o un adelanto (k > 0) de la

función (figura 3.2). La función ϕj,k(x) = 2−j/2ϕ(2−j(x−k2j)) es obtenida por la traslación
diádica, es decir, trasladada por un factor k2j.

Pasando del espacio Vj−1 al espacio Vj ciertos detalles se pierden debido a la reducción

en la resolución. Ya que Vj⊂Vj−1, los detalles perdidos se conservan en los complementos

ortogonales del subespacio Vj en relación con el espacio Vj−1. Este complemento ortogonal

es llamado el espacio Wavelet, y se denota como Wj en la amplitud j.

25



3. MARCO TÉORICO

Figura 3.1: Dilatación diádica de la función seno y la wavelet Db2. Adaptada de
(Radunoviç, 2009)

Por lo tanto

Vj−1 = Vj ⊕Wj, (3.12)

donde ⊕ denota la suma directa. La ecuación (3.12) establece propiedades de multirreso-

lución importantes:

1. Los espacios Wavelet Wj son la diferencia de los espacios de aproximación Vj.

2. Los espacios de aproximación Vj son la suma de los espacios Wavelet Wj.

Basados en la ecuación (3.12) para una J arbitraria tenemos que

VJ ⊕WJ = VJ−1, VJ−1 ⊕WJ−1 = VJ−2. (3.13)

Sustituyendo la segunda relación en la primera, representamos el espacio VJ−2 como una
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Figura 3.2: Traslación de la wavelet Db2. Adaptada de (Radunoviç, 2009)

suma de tres subespacios ortogonales

VJ ⊕WJ ⊕WJ−1 = VJ−2. (3.14)

Una mayor descomposición de los espacios de aproximación de acuerdo al mismo algorit-

mo, nos lleva a el espacio Vj−1,

VJ ⊕WJ ⊕WJ−1 ⊕ · · · ⊕Wj = Vj−1, J > j. (3.15)

Todos los espacios Wk, k ≥ j, son ortogonales al espacio Wj−1, debido a que este es

ortogonal al espacio Vj−1 que los contiene. Por lo tanto, como una consecuencia de la

relación (3.15) se llega a la ortogonalidad de los espacios Wj,

Wk ⊥ Wj, k, j ∈ Z k 6= j. (3.16)

La ecuación (3.8) nos lleva a la descomposición del espacio L2(R) de las siguientes mane-

ras. Cuando j → −∞ tenemos la descomposición,

L2(R) = VJ ⊕
J∑

j=−∞

Wj, (3.17)
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y cuando J → ∞ tenemos

L2(R) =
∞∑

j=−∞

Wj. (3.18)

Similar a los espacios de aproximación Vj, los espacios Wavelet Wj son generados por

amplitudes y traslaciones diádicas de otra función ψ(x) ∈ L2(R), llamada la Wavelet

básica (“madre”)

Wj = {ψj,k ∈ L2 | k ∈ Z}, ψj,k(x) = 2−j/2ψ(2−jx− k), j ∈ Z.

Los subespacios V0 y W0 se encuentran contenidos en el espacio V−1 (ecuación (3.12) para

j=0), aśı las funciones ϕ(x) ∈ V0 y ψ(x) ∈ W0 pertenecen al espacio V−1. Por lo tanto

pueden ser representadas por funciones base ϕ−1,k(x) =
√
2ϕ(2x − k) del espacio V−1.

Dichas representaciones son llamadas ecuación de dilatación y ecuación wavelet, dadas

por 3.19 y 3.20 respectivamente.

ϕ(x) =
∑

k

c(k)
√
2ϕ(2x− k) (3.19)

ψ(x) =
∑

k

d(k)
√
2ϕ(2x− k) (3.20)

La ecuación de dilatación (3.19) tiene un número infinito de soluciones siempre y cuando

ϕ(x) sea una solución de la ecuación, entonces la función cϕ(x), donde c es una constante

arbitraria, es también una solución. Con el fin de definir una sola solución, se requiere que

la solución sea normada, es decir, que su valor medio sea igual a uno.

∫ ∞

−∞

ϕ(x)dx = 1. (3.21)

integrando la ecuación (3.19), tomando en cuenta la ecuación (3.21),

1 =

∫
ϕ(x)dx =

∑

k

c(k)
√
2

∫
ϕ(2x− k)dx =

1√
2

∑

k

c(k),
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se obtiene la condición de los coeficientes c(k) de la ecuación de dilatación

∑

k

c(k) =
√
2. (3.22)

La función de amplitud ϕ(x) es determinada por los coeficientes c(k) de la ecuación de

dilatación.

Determinando los coeficientes c(k), la ecuación de dilatación (3.19) se resuelve por la

función de ampliación ϕ(x), que determina las bases {ϕj,k(x)} de los espacios de apro-

ximación Vj. Entonces eligiendo los coeficientes d(k) a través de la expresión (3.20), la

Wavelet básica ψ(x) es definida, por lo cual la base {ψj,k(x)} del espacio wavelet Wj es

determinada. A través de las dilataciones y las traslaciones estos espacios son ampliados,

terminados y conectados:

f(x) ∈ Vj → f(x), f(2x), f(x− k), f(2x− k) ∈ Vj−1.(3.23)Si f(x) ∈ V0, entonces

f(2x) ∈ V−1, y f(2x−k) ∈ V−1. De lo anterior deducimos que f(2jx) ∈ V−j y, f(2
jx−k) ∈

V−j. Por lo tanto la dilatación y la traslación son construidas en los espacios Vj. La
ecuación (3.11) se relaciona con la base ϕ(x) de tal manera que {ϕ(x− k)}k es una base

ortonormal del espacio V0. Entonces
{√

2ϕ(2x− k)
}
k
es una base ortonormal del espacio

V−1, y en general,
{
2−j/2ϕ(2−jx− k)

}
k
es una base ortonormal del espacio Vj. El concepto

unidimensional de multiresolución puede ser generalizado en espacios multidimensionales.

3.3. Limpieza de señales usando Wavelet

La eficiencia de las wavelets en el análisis de señales se debe principalmente al hecho

que estas representan una manera uniforme y fácil de extraer componentes de frecuencia

variable en el tiempo. Esta información puede usarse para llevar a cabo tareas de limpieza

y compresión de manera eficiente. Esto de una forma totalmente diferente a los métodos

convencionales de filtrado o compresión. El concepto principal de estos métodos es que

al transformar la señal a procesar del dominio temporal al dominio tiempo-frecuencia

mediante Wavelets. Las señales espurias (como el ruido) que corrompen la información

útil, presentan coeficientes pequeños, de tal manera que al eliminarlos y posteriormente
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llevar a cabo la transformación wavelet inversa, es posible limpiar la señal, al mismo

tiempo que la distorsión en la señal es mı́nima (Giaouris et al., 2008). Sin embargo en

aplicaciones de la vida real los procesos generalmente generan múltiples señales, es decir

son multivariados por naturaleza. Por tal motivo deben ser analizadas con herramientas

apropiadas, como el enfoque que presenta la combinación de wavelets y componentes

principales. Antes de presentar dicho enfoque se desarrolla el concepto teórico del análisis

de componentes principales (PCA).

3.3.1. Análisis de componentes principales (PCA)

El análisis de componentes principales es un método estad́ıstico multivariado que puede

utilizarse para la reducción de la dimension de los datos. Por reducción de datos se refiere

que estos métodos son muy poderosos para extraer un pequeño número de factores ocultos

de una cantidad masiva de datos multivariados. Estos factores explican la mayor parte de

la variación en los datos. Las estructuras de estos factores ocultos pueden ayudar mucho

en la búsqueda de las causas de la variación (K. Yang, 2004).

Los componentes principales son una combinación lineal particular de las p variables

aleatorias x1, x2, ..., xp. Geométricamente estas combinaciones lineales representan la se-

lección de un nuevo sistema de coordenadas obtenido por rotación del sistema original,

con x1, x2, ..., xp como nuevos ejes. Estos representan las direcciones con la máxima varia-

bilidad y proporcionan una descripción más simple y más parsimoniosa de la estructura

de la covarianza (Richard y Dean, 2007).

Considere una matriz de datos X de tamaño m× n, para m variables del proceso con n

mediciones de cada variable. Asumimos que los datos para cada variable han sido escalados

con media 0 y varianza 1. La matriz de covarianza de X está definida como

∑
=

XT ·X
n− 1

(3.24)

Sea λi(i = 1, 2, ,m) los valores propios de la matriz de covarianza, los cuales son orga-

nizados en orden descendente para determinar los componentes principales (CPs), y los

componentes principales pi (loadings) los cuales son los correspondientes vectores propios.

Entonces, los primeros K CPs son seleccionados para construir el modelo ACP, por lo
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que la matriz de datos X puede ser expandida usando los componentes principales pi, los

vectores ti (scores), y la matriz residual E

X =
K∑

i=1

tipi + E (3.25)

Los ti contienen información sobre como las muestras estan relacionadas entre si. Mientras

los pi contienen información sobre la relación existente entre las variables. El número de

componentes principales debe ser igual o menor que las variables de X.

Para una nueva observación xnew, la predicción del modelo ACP está dada por

x̂new = tnewP
T = xnewPPT (3.26)

donde tnew, es el vector de scores. El residual esta dado por

enew = xnew − x̂new (3.27)

3.3.2. Limpieza de señales multuvariada usando wavelets y PCA

Considere el siguiente modelo p dimensional:

X(t) = f(t) + ε(t), t = 1, ..., n. (3.28)

donde X(t), f(t) y ε(t) son vectores de tamaño 1× p y ε(t) es el ruido blanco Gaussiano

con matriz de covarianza desconocida E
(
ε(t)T ε(t)

)
= Σε. Cada componente de X(t) es

de la forma previa (Ec. 3.28), para 1 ≤ i ≤ p:

X i(t) = f i(t) + εi(t), t = 1, ..., n. (3.29)

Donde f i pertenece a un espacio funcional. La matriz de covarianza Σε, que se supone

positiva definida, captura la relación estocástica entre los componentes de X(t) y modela

la correlación espacial.

La idea de usar PCA, no es para descubrir nuevas variables que podŕıan ser de interés,
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sino para eliminar los componentes principales no significativos y de esta manera obtener

un efecto de limpieza adicional. A continuación se presentan los pasos para llevar a cabo

la limpieza de señales usando wavelets y PCA (Aminghafari et al., 2006).

1. Realice la transformación Wavelet al nivel J sobre cada columna de X.

2. Defina el estimador de la matriz de covarianza de ruido Σ̂ε = MCD(D1) y calcule

V como Σ̂ε = V ΛV T donde Λ = diag(λi, 1 ≤ i ≤ p).

3. Implemente PCA sobre la matriz AJ y seleccione el número apropiado pJ+1 de

componentes principales útiles.

4. Reconstruya la matriz libre de ruido X̌, A partir de las matrices simplificadas de

detalle y aproximación, mediante el cambio de base V T e invirtiendo la transformada

Wavelet.

El procedimiento descrito generaliza tanto la limpieza de ruido univariado como la pro-

piedad de reducción de dimensionalidad de PCA, lo cual conduce a un efecto de limpieza

adicional.

3.4. Correlación

En las diferentes áreas del conocimiento existen problemas que requieren el análisis de más

de una variable, como por ejemplo; un sociólogo puede estar interesado en saber qué clase

de relación existe entre la tasa de delincuencia juvenil que hay en la comunidad y el grado

de hacinamiento de los hogares que alĺı se encuentran; un agrónomo desea conocer si existe

relación entre la cantidad de lluvia cáıda y el rendimiento de ciertos productos agŕıcolas,

es decir, si es afectado desfavorablemente tanto por la excesiva lluvia (humedad), como

por la excesiva seqúıa del suelo. Estas relaciones y muchas otras se pueden investigar por

medio del análisis de correlación.

3.4.1. Coeficiente de correlación lineal de Pearson

De los diversos coeficientes de correlación que existen, el más popular y utilizado es el

coeficiente de correlación de Pearson. El coeficiente de correlación de Pearson, pensado
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para variables cuantitativas, es un ı́ndice que mide el grado de covariación entre distintas

variables relacionadas linealmente. Esto significa que puede haber variables fuertemente

relacionadas, pero no de forma lineal. Por ejemplo, si relacionamos población y tiempo la

relación será de forma exponencial. En cuyo caso no es conveniente aplicar la correlación

de Pearson. Si se tienen dos variables X e Y , el coeficiente de correlación de Pearson

entre estas dos variables se define como rXY donde sus valores absolutos oscilan entre 0

y 1, entonces: 0 ≤ rXY ≤ 1. Se ha especificado los términos valores absolutos ya que en

realidad si se contempla el signo el coeficiente de correlación de Pearson oscila entre 1 y

+1. No obstante ha de indicarse que la magnitud de la relación viene especificada por el

valor numérico del coeficiente, reflejando el signo la dirección de tal valor. En este sentido,

tan fuerte es una relación de +1 como de -1. En el primer caso la relación es perfecta

positiva y en el segundo perfecta negativa. La correlación entre las variables X e Y es

perfecta positiva cuando exactamente en la medida que aumenta una de ellas aumenta la

otra. Mientras que es perfecta negativa cuando exactamente en la medida que aumenta

una variable disminuye la otra (Rosas-Snell y Zúñiga-Contreras, 2004). En forma práctica,

el coeficiente de correlación de Pearson es:

rXY =

N
N∑
i=1

(XY )−
(

N∑
i=1

X

)(
N∑
i=1

Y

)

√√√√
[
N

N∑
i=1

X2 −
(

N∑
i=1

X

)2
][

N
N∑
i=1

Y 2 −
(

N∑
i=1

Y

)2
] (3.30)

Donde N es el número de datos.

Por otro lado el coeficiente de Pearson estudia la correlación paramétrica, es decir, se

aplica para casos en donde la distribución de los datos sigue una curva Gausiana o normal.

Sin embargo, los datos conseguidos en las ciencias naturales y ciencias sociales, raramente

se ajustan a la curva normal, y por esto cuando se trata de estudiar el grado de correlación

en estas ciencias se debe utilizar técnicas de correlación no paramétrica, las cuales son libre

de distribución, es decir, no existe la necesidad de que los datos tengan una distribución

normal.
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3.4.2. Correlación no paramétrica: coeficiente de Kendall

El coeficiente τ de kendall se basa más en los intervalos jerarquizados de las observaciones

que en los propios datos, esto hace que la distribución de τ sea independiente de la que

presentan las variables X y Y , siempre y cuando los datos representados por estas 2

variables sean independientes continuos. Este coeficiente cuenta con la ventaja de que

tiende más rápido a la distribución normal que otros coeficientes, especialmente, en el

caso de la certeza de Ho. EL coeficiente de Kendall se calcula de la siguiente manera:

τ =
(Sa − Sb)

[n(n− 1)/2]
(3.31)

donde,

n = número de casos.

Sa = sumatoria de rangos más altos

Sb = sumatoria de rangos más bajos.

Ver ejemplos numéricos en (Badii et al., 2014).

3.4.3. Significancia del coeficiente de correlación

Al calcular el coeficiente de correlación es de interés el determinar si dicho valor muestra

que las variables X y Y están relacionadas en realidad o tan solo presentan dicha relación

como consecuencia del azar, es decir, la significancia de dicho coeficiente de correlación.

Se dice que un coeficiente de correlación es significativo si se puede afirmar, con una cierta

probabilidad, que dicha correlación es diferente de cero. Por lo tanto se tienen dos hipóte-

sis posibles:

H0 :⇒ El coeficiente de correlación obtenido procede de una población cuya correlación

es cero (ρ = 0).

H1 :⇒ El coeficiente de correlación obtenido procede de una población cuya correlación

es distinta cero (ρ 6= 0).

Desde el supuesto de la hipótesis nula se demuestra que la distribución muestral de co-
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rrelaciones procedentes de una población caracterizada por una correlación igual a cero

(ρ = 0) sigue una ley de Student con N − 2 grados de libertad, con media el valor

poblacional (µ) y desviación tipo:

Sr =

√
1− r2XY
N − 2

(3.32)

Dado un coeficiente de correlación rXY obtenido en una determinada muestra, se trata de

comprobar si dicho coeficiente se encuentra dentro de la distribución muestral especificada

por la hipótesis nula. Entonces se calcula el número de desviaciones y se encuentra el

coeficiente obtenido del centro de la distribución como:

t = rXY /Sr (3.33)

y se compara el valor obtenido con el existente en las tablas para un cierto nivel de sig-

nificancia α y N − 2 grados de libertad: t(α,N−2), que como se sabe, marca el ĺımite de

pertenencia de un cierto coeficiente rXY a la distribución muestra de correlaciones proce-

dentes de una población con ρ = 0. De esta forma si: t > t(α,N−2) se rechaza la hipótesis

nula. La correlación obtenida no procede de una población cuyo valor de ρ es igual a cero.

Por lo tanto se determina que las variables tiene correlación.

t ≤ t(α,N−2) Se acepta la hipótesis nula. La correlación obtenida procede de una población

cuyo valor ρ = 0. Por lo tanto las variables no estan relacionadas.

3.5. Inteligencia artificial

Aun en la actualidad no existe una definición exacta que nos permita discernir con claridad

que sistemas o programas se consideran inteligentes y cuáles no. Una forma sencilla de

definir la inteligencia artificial (AI) seŕıa la capacidad de razonamiento que posee un agente

que no está vivo. Sin embargo ante la incapacidad de los humanos de definir con exactitud

el propio concepto de inteligencia (natural), hace que el definir inteligencia artificial de

manera concisa sea una tarea casi imposible. Por lo que prácticamente cada cient́ıfico e
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investigador del tema puede tener su propio concepto del mismo. Una de las definiciones

más aceptadas es la que brinda la Encyclopedia Of Artificial Intelligence:

“La AI es un campo de la ciencia y la ingenieŕıa que se ocupa de la comprensión, desde

el punto de vista informático, de lo que se denomina comúnmente comportamiento inteli-

gente. También se ocupa de la creación de artefactos que exhiben este comportamiento”.

El concepto de Inteligencia Artificial, también conocido por las siglas AI, se le debe

al informático estadounidense John McCarthy, quien en el año 1956 lo pronunció por

primera vez en una conferencia. Sin embargo no fue el primer cient́ıfico en trabajar con

sistemas inteligentes. Ya en 1943 Warren McCulloch y Walter Pitts, propusieron el primer

modelo de red neuronal artificial. Era un modelo simple pero capaz de resolver y aprender

funciones lógicas.

A continuación se presenta el concepto básico del funcionamiento de las redes neuronales

artificiales.

3.6. Redes neuronales artificiales (ANN)

Las redes neuronales artificiales emulan el comportamiento de sistemas neuronales biológi-

cas a través de software o hardware. Estas redes pueden aprender las relaciones complejas

que existen entre los datos, ya que son eficientes cuando se mapea información numérica

no lineal entre entradas y salidas. Esta caracteŕıstica las hace muy útiles en procesos de

modelado para los cuales el modelado matemático es dif́ıcil o imposible de determinar,

como el reconocimiento de patrones para operaciones de clasificación (K. Yang, 2004).

Una red neuronal está compuesta por múltiples capas de nodos interconectados con una

función de activación en cada nodo y pesos en los bordes que conectan los nodos de la red.

La salida de cada nodo es una función no lineal de todas sus entradas, y la red representa

una expansión de la relación no lineal entre x entradas desconocidas, y las salidas y en

un espacio abarcado por las funciones de activación (Nunes et al., 2017).

El aprendizaje es visto como una aproximación de la śıntesis de una función multidimen-

sional en un espacio dado por la función de activación (Berenji y Wang, 2006).

Se tienen las entradas de la neurona x1, x2, ..., xm, las cuales simulan los niveles de una

neurona biológica. Cada entrada xi es multiplicada por el peso correspondiente wi, enton-
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ces el producto xiwi alimenta la neurona. Los pesos representan la fuerza de las sinapsis

en una neurona natural biológica. La neurona suma todos los productos para i = 1,m.,

la suma ponderada de los productos es usualmente llamada net. Finalmente la neurona

brinda su salida y como una función determinada de net , ie, y = f(net) (Munakata,

2008).

El proceso de aprendizaje de la ANN se puede dividir principalmente en: supervisado

(se cuenta con datos para entrenamiento) y no supervisado. En la primera categoŕıa, la

red más utilizada es conocida como Perceptron multicapa con regla de retropropagación,

este tipo de red requiere grandes tiempos de aprendizaje pero puede ser bastante precisa

(Barrera y Carreón, 2005).

Uno de los algoritmos con aprendizaje de tipo supervisado ampliamente utilizado en

aplicaciones diversas como reconocimiento de rostros, detección de fallas y predicción.

Debido a su eficiencia y flexibilidad, son las máquinas de soporte vectorial (SVM). Antes

de profundizar en el concepto de SVM se presenta la teoŕıa del aprendizaje estad́ıstico.

3.7. Teoŕıa del aprendizaje estad́ıstico (SLT)

Presentada a finales de 1960 la teoŕıa del aprendizaje estad́ıstico, hasta el momento se ha

utilizado como una herramienta para el análisis teórico del problema de la estimación de

la función de una determinada colección de datos, y para la creación y el razonamiento

de nuevos algoritmos prácticos, por ejemplo los mencionados anteriormente ANN y SVM.

El siguiente análisis es tomado de (Le, 2012) y (Deng, Tian, y Zhang, 2013).

3.7.1. Problema de aprendizaje

El modelo de problema de aprendizaje se puede describir utilizando sus tres componentes:

1) Un generador de un vector aleatorio x que puede ser representado por una distribución

fija pero desconocida P (x), 2) Un supervisor que describe cómo asignar la etiqueta y al

vector x de acuerdo con una distribución condicional P (y |x) , fija pero desconocida y 3)

Una máquina de aprendizaje la cual puede ser caracterizada por una familia de funciones

f(x, α), α ∈ Λ. La tarea del aprendizaje estad́ıstico es elegir de un conjunto de todos

los parámetros Λ un parámetro α0 tal que su función correspondiente f(x, α0) pueda
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predecir una salida y en la mejor forma posible. La nominación se basa en un conjunto

de entrenamiento T = {(x1, y1) , (x2, y2) , ..., (xl, yl)} que se obtiene de una distribución de

probabilidad independiente e idénticamente distribuida (i.i.d.) P (x, y) = P (x)× P (y |x) .

3.7.2. Minimización del riesgo general

Para nominar el mejor parámetro, se debe proponer un criterio para hacer una compara-

ción de los parámetros. El riesgo general, que se refiere a todo el espacio de caracteŕısticas,

se considera un buen criterio para este proceso de nominación. El riesgo general de una

función f(x, α) sobre un dominio T puede ser definido como la probabilidad de f(x) 6= y

donde, x y y son aleatoriamente seleccionados de X, Y = {−1, 1}. El riesgo general se

define como:

R(α) =

∫
L(y, f(x, α))dP (x, y) (3.34)

Sin embargo la evaluación del riesgo general mediante la ecuación. 3.34 no es factible ya

que la distribución de probabilidad i.i.d. P (x, y) es desconocida y sólo se es capaz de reco-

lectar un conjunto de datos en un momento dado, es decir un conjunto de entrenamiento

T . En otras palabras, sólo sabemos que existe una distribución en la que los puntos de

entrenamiento (xi, yi), i = 1, ..., l y el punto caracteŕıstico (x, y) son independientes e

idénticamente generados, pero no sabemos que distribución es. Por lo tanto, es necesario

introducir principios de aprendizaje que dependen de un conjunto de entrenamiento finito

para guiar el proceso de aprendizaje.

3.7.3. Minimización del riesgo emṕırico

El problema de clasificación en SLT es encontrar una función de decisión que (aproximada-

mente) alcance el menor riesgo esperado. Dado que la distribución que genera el conjunto

de entrenamiento es desconocida, el riesgo esperado no es calculable y, en consecuencia,

es imposible encontrar la función de decisión directamente a través del riesgo esperado.

Aśı que se debe encontrar algún sustituto computable y aproximado para reemplazar el

riesgo esperado, este es el llamado riesgo emṕırico.
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Dada una función f(x, α) y un conjunto de entrenamiento T = {(x1, y1) , (x2, y2) , ..., (xl, yl)}
el riesgo emṕırico se puede calcular como:

Remp(α) =
1

l

l∑

i=1

L (yi, f(xi, α)) (3.35)

Es posible calcular el error emṕırico para un conjunto de entrenamiento dado. Como

resultado, no es dif́ıcil determinar el mejor parámetro αl en términos de minimizar el riesgo

emṕırico sobre el conjunto de entrenamiento de tamaño l. El principio de minimización del

riesgo emṕırico (ERM) tiene como objetivo minimizar el riesgo emṕırico sobre el conjunto

de entrenamiento de tamaño l. Similar a la regla de los grandes números en estad́ıstica,

al aumentar el tamaño l del conjunto de entrenamiento, se espera que el riesgo emṕırico

converja al riesgo general.

Teoŕıa clave de la teoŕıa del aprendizaje. Sea Q(z, α), α ∈ Λ una familia de funciones

de pérdida que tiene una pérdida delimitada para la medida de probabilidad P (z)

A ≤
∫
Q(z, α)dP (z) ≤ B (3.36)

Entonces, para que el ERM sea consistente, es necesario y suficiente que el riesgo emṕırico

Remp(αl) converja uniformemente hacia el riesgo actual R(α) de la siguiente manera:

ĺım
l→∞

Pr

[
sup
α∈∆

(R(α)−Remp(α)) > ε

]
= 0, para todo ε > 0 (3.37)

Donde Pr[E] representa la probabilidad de un evento E. El teorema anterior se llama

teorema clave, ya que proporciona la condición necesaria y suficiente para la consistencia

del principio ERM.

3.7.4. Dimensión Vapnik-Chervonenkis (VC)

El principio de ERM tiende a elegir la función de decisión que minimiza el riesgo emṕırico

Remp(α) sobre un conjunto candidato de funciones de decisión. Para medir la complejidad

de una familia de funciones se introdujo la dimensión VC la cual se define como sigue:

Definición 3.7.1. La dimensión VC h es el número máximo de vectores x1, x2, ..., xh que
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pueden ser separados en 2h formas usando funciones de dicha familia de funciones.

Definición 3.7.2. La dimensión VC es el tamaño del subconjunto más grande del espacio

de entrada T para el cual la restricción de Q(z, α), α ∈ Λ a ese subconjunto es el conjunto

de todas las funciones −1, 1.

3.7.5. Ĺımites del riesgo general

Es imposible evaluar el riesgo general como se muestra en la Ecuación 3.34, pero se pue-

den estimar los ĺımites del riesgo general. Estos ĺımites juegan un papel importante en el

parámetro de gúıa del proceso de selección. Para encontrar el mejor parámetro, es nece-

sario encontrar un parámetro que minimice el ĺımite superior en lugar del que minimiza

el riesgo general. Existen diversos ĺımites propuestos, como el propuesto por V. Vapnik

en (Vapnik, 2000).

Con probabilidad de al menos 1− η, la siguiente desigualdad dice:

R(α) ≤ Remp(α) +
Bε

2

(
1 +

√
1 +

4Remp(α)

Bε

)
(3.38)

donde R(α), Remp(α) son el riesgo general y emṕırico respectivamente. ε = 4
h(ln 2l

h
+1)−ln η

l
,

para problemas de clasificación B = 1.

En dicho ĺımite aparece una compensación entre la complejidad (dimensión VC h) de la

familia de funciones f(x, α) y la diferencia (gap) entre R(α) y su ĺımite superior. Es decir

si h es grande, Remp(α) es pequeño pero el gap puede ser grande. Por otra parte si h es

pequeña, el gap es pequeño pero el riesgo emṕırico Remp(α) puede ser grande. Por lo tanto

se opta por una familia de funciones que tenga balance entre Remp(α) y el gap, es decir

una familia de funciones con complejidad muy baja pero aún capaz de describir bien los

datos.
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3.7.6. Principio de Inducción de Minimización del Riesgo Es-

tructural

El principio de minimización del riesgo estructural (SRM) se emplea para controlar el

balance entre el riego emṕırico y la confianza de la VC (gap). En los ĺımites superiores

cuando h se incrementa suavemente, el riesgo emṕırico tiende a decrecer pero la confianza

de la VC se incrementa. Idealmente se puede encontrar un h particular que puede minimi-

zar la suma del riesgo emṕırico y la confianza de la VC. Desafortunadamente no se puede

variar h suavemente ya que es un entero. En cambio, al aplicar el principio de SRM una

estructura se presenta dividiendo toda la clase de funciones en subconjuntos anidados.

Para cada subconjunto, la dimensión h se debe poder calcular o al menos estimar. La

aplicación del principio SRM consiste entonces en elegir un subconjunto y posteriormente

elegir una función de este subconjunto para que el ĺımite superior se minimice. Es impor-

tante tener en cuenta que cuando se utiliza el principio SRM los subconjuntos anidados

deben construirse antes de recopilar datos y esta secuencia es independiente de los datos.

3.8. Máquinas de soporte vectorial (SVM)

Las máquinas de soporte vectorial son un algoritmo de aprendizaje automático que se

utiliza para la clasificación y la regresión de conjuntos de datos de alta dimensionalidad.

Este ofrece resultados satisfactorios debido a su capacidad para lidiar con problemas como

mı́nimo local, pocas muestras de datos y problemas no lineales. Las MSV estándar son

utilizadas para problemas de clasificación binaria (Elhariri et al., 2014). La idea central

de esta técnica es determinar una separación lineal (hiperplano separador) el cual es

orientado en dirección tal que su distancia a los puntos de datos más cercanos en cada

una de las dos clases (margen) sea la máxima. Los puntos de datos más cercanos son

conocidos como vectores de soporte (Andre, Beltrame, y Wainer, 2013).

41



3. MARCO TÉORICO

3.8.1. Caso linealmente separable.

Se tienen vectores de entrada xi ∈ R
d (i = 1, 2, ..., n) correspondientes con las etiquetas

yi ∈ {−1,+1}. Existe un plano separador cuya función es

w · x+ b = 0 (3.39)

Donde w ∈ R
n es un vector normal que define la frontera, b es un umbral escalar y

|b|
‖w‖

representa la distancia perpendicular desde el hiperplano separador hacia el origen.

Mientras que la distancia del hiperplano al margen está dada por d = 1
‖w‖

.

Dos hiperplanos paralelos pueden ser representados como:

yi (w · xi + b) ≥ 1 (3.40)

Como se definió anteriormente SVM trata de maximizar la distancia entre dos clases,

donde la amplitud del margen entre dos hiperplanos paralelos es d = 2
‖w‖

, por lo tanto

para el caso linealmente separable se puede encontrar el hiperplano óptimo resolviendo el

siguiente problema de optimización cuadrático

mı́n
1

2
‖w‖2

(3.41)

sujeto a: yi (w · xi + b) ≥ 1

Utilizando multiplicadores de Lagrange αi(i = 1, 2, ..., n) para la restricción, el problema

primal (Ecuación (3.42)) se convierte en encontrar el punto de silla de Lagrange. Por lo

tanto se vuelve un problema dual de la forma
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máx L(α) =
l∑

i

αi −
1

2

l∑

i,j

αiαjyiyj(xi · xj)

(3.42)

sujeto a:
n∑

i=1

αiyi = 0, αi ≥ 0

Resolviendo las condiciones de Karush-Kukn-Tucker (KKT), se tiene

αi [yi (w · xi + b)− 1] = 0 (3.43)

Si αi > 0, los puntos correspondientes a los datos son llamados vectores de soporte. Por

lo tanto, la solución óptima para el vector normal está dada por

w∗ =
N∑

i=1

αiyixi (3.44)

Donde N es el número de vectores de soporte. De la ecuación (3.43), eligiendo cualquier

vector de soporte (xk,yk), se obtiene b
∗ = yk −w∗ · xk. Después (w∗, b∗) es determinado,

a partir de la ecuación (3.44), el hiperplano separador óptimo puede escribirse como

f(x) = sgn

(
N∑

i=1

αiyi(x · xi) + b∗

)

(3.45)

donde sgn(.) es la función signo, y x ∈
{
+1 si f(x) > 0

−1 si f(x) < 0
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Figura 3.3: Transformación no lineal. Adaptada de (Garćıa-Dı́az, 2005)

3.8.2. Caso no linealmente separable.

Las MSV también pueden manejar casos donde los datos no son linealmente separables.

Estas intentan mapear el vector de entrada xi ∈ R
d sobre un espacio de mayor dimen-

sionalidad. Este proceso está basado en la elección de una función kernel. Algunas de las

funciones kernel (K) más usadas son

Kernel lineal

Kernel polinomial

Función de base radial

Kernel sigmoideo

Por lo tanto el hiperplano óptimo (ec(3.46)) toma la forma

f(x) = sgn

(
N∑

i=1

αiyi ·K(x · xi) + b∗

)
(3.46)

La Figura 3.3 muestra un ejemplo de una transformación no lineal.

Por otra parte, el problema de la clasificación de una clase o descripción de datos es un

tipo especial de problema de clasificación. En el cual siempre se trata con un problema
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de clasificación de dos clases, donde cada una de estas dos clases tienen un significado

especial. Estas son la clase objetivo y los datos at́ıpicos.

Clase objetivo: Se supone que esta clase se muestrea bien, en el sentido de la cantidad

sustanciosa de datos para entrenamiento disponibles. No significa necesariamente que

el muestreo del conjunto de entrenamiento se haga completamente de acuerdo con la

distribución objetivo que se encuentra en la práctica. Puede ser que el usuario muestreó

la clase de destino de acuerdo con su idea de lo representativos que son estos objetos. Sin

embargo, se supone que los datos de entrenamiento reflejan el área que los datos objetivo

cubren en el espacio de caracteŕısticas.

Datos at́ıpicos: Esta clase puede ser muestreada muy escasamente, o puede estar total-

mente ausente. Puede ser que esta clase sea muy dif́ıcil de medir, o podŕıa ser muy costoso

hacer las mediciones en este tipos de objetos. En principio, un clasificador de una clase

debe ser capaz de trabajar, sólo sobre la base de ejemplos de destino. Otro caso extremo

es también posible, cuando los valores at́ıpicos son tan abundantes que no es posible un

buen muestreo de estos (Tax y Duin, 2004).

Existen algoritmos diseñados para llevar a cabo la descripción de los datos como Support

Vector Data Description, Mahalanobis-Taguchi system, entre otros.

3.9. Support Vector Data Description (SVDD)

SVDD plantea un enfoque similar a las máquinas de soporte vectorial (SVM), el cual

estima un hiperplano para separar las clases con el margen máximo. Sin embargo, en vez

de usar un hyperplano, SVDD usa una hiperesfera con el volumen máximo para encontrar

un ĺımite cerrado que contenga casi a todos los objetos de interés. Se tiene un conjunto

de entrenamiento xi, i = 1, ..., N para los cuales se desea obtener una descripción. Para

obtener la descripción, se define un modelo que brinde un ĺımite cerrado alrededor de los

datos, es decir una hiperesfera. Esta se caracteriza por un centro a y un radio R > 0.

Ahora se minimiza el volumen de la hiperesfera mediante la minimización de R2 con el

requisito de que la hiperesfera contenga todos objetos de entrenamiento xi (Lei et al.,

2016).
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Figura 3.4: Hiperesfera y margen (Tingting Mu, 2009).

Analogamente a SVM se define la función a minimizar:

min F (R, a, ξi) = R2 + C
∑
i

ξi

s.a. ‖xi − a‖2 ≤ R2 + ξi, ξi ≥ 0 ∀i
(3.47)

Donde ξi son variables de holgura, y el parámetro C se encarga de compensar el volumen

de la hiperesfera y los errores (S. Jiang y Benlian, 2010). Si C es muy grande, entonces la

exactitud en la clasificación es muy alta en la etapa de entrenamiento pero muy baja en

la etapa de prueba. Si por el contrario C es muy pequeña la exactitud en la clasificación

es no satisfactoria, haciendo al modelo inútil (Deng et al., 2013).

Usando multiplicadores de Lagrange:

(R,a,αi, γi, ξi) = R2 + C
∑
i

ξi −
∑
i

αi
{
R2 + ξi −

(
‖xi‖2 − 2a · xi + ‖a‖2

)}
−∑

i

γiξi
(3.48)
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Resolviendo las condiciones KKT:

∂L

∂R
= 0 :

∑
i

αi = 1 (3.49)

∂L

∂a
= 0 : a =

∑
i αixi∑
i αi

=
∑
i

αixi (3.50)

∂L

∂ξi
= 0 : C − αi − γi = 0 (3.51)

de la ecuación 3.51 αi = C − γi y dado que αi ≥ 0, γi ≥ 0, por lo tanto γi es removido

cuando se tiene

0 ≤ αi ≤ C (3.52)

Sustituyendo 3.49, 3.50 y 3.51 en 3.48 se obtiene

max L =
∑
i

αi (xi · xi)−
∑
i,j

αiαj (xi · xj)

s.a.




0 ≤ α ≤ C
∑
i

αi = 1

(3.53)

Cuando un objeto xi cumple las desigualdad ‖xi − a‖ < R2+ξi, la restricción se satisface

y el multiplicador de Lagrange correspondiente será cero (αi = 0). Para los objetos que

satisfagan la igualdad ‖xi − a‖ = R2 + ξi el multiplicador de Lagrange será distinto de

cero (αi > 0). Solo los objetos xi con αi > 0 son necesarios en la descripción y estos serán

llamados vectores de soporte de la descripción (SV’s) (Yin et al., 2014).

Para clasificar un objeto z, se calcula su distancia hacia el centro de la hiperesfera. Se

determina que el objeto pertenece a la descripción o clase objetivo cuando su distancia es

menor o igual al radio:

‖z− a‖2 = (z · z)− 2
l∑

i=1

αi (z · xi) +
l∑

i=1

l∑

j=1

αiαj (xi · xj) ≤ R2 (3.54)

Note que en las ecuaciones 3.53 y 3.54 los objetos xi solo aparecen en la forma de productos

interiores con otros objetos (xi ·xj). Análogamente a SVM los productos interiores pueden
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ser reemplazados por funciones kernel para obtener descripciones más flexibles:

L =
∑
i

αiK (xi,xi)−
∑
i

∑
j

αiαjK (xi,xj)

s.t. 0 ≤ α ≤ C

(3.55)

Donde K (xi,xj) es una función kernel que calcula los productos interiores de los vectores

y αi representan a los multiplicadores de Lagrange (S. Jiang y Benlian, 2010).

3.9.1. SVDD con ejemplos negativos

Cuando se tiene información acerca de los objetos que se desea estén fuera de la descripción

(llamados ejemplos negativos), estos se pueden incorporar al proceso de entrenamiento

para mejorar la descripción. En contraste con los ejemplos de entrenamiento de la clase

objetivo los cuales deben de estar dentro de la hiperesfera, los ejemplos negativos deben

estar fuera de esta. Dicha descripción de los datos difiere del enfoque de SVM ya que SVDD

siempre obtiene un ĺımite cerrado alrededor de una sola de las clases (clase objetivo). Por

otro lado SVM estándar solo distingue entre dos clases y no es capaz de detectar datos

at́ıpicos, los cuales no pertenecen a ninguna de las clases (Tax y Duin, 2004).

Los objetos de la clase objetivo son enumerados por los ı́ndices i, j y los ejemplos negativos

por p, q. Por conveniencia se asume que los primeros se etiquetarán como yi = 1, mientras

que los ejemplos negativos yp = −1. De igual manera se permiten errores tanto en la clase

objetivo como en los datos at́ıpicos, por lo tanto se introducen variables de holgura ξi y

ξp:

min F (R, a, ξi, ξp) = R2 + C1

∑
i ξi + C2

∑
p ξp

s.t. ‖xi − a‖2 ≤ R2 + ξi, ‖xp − a‖2 ≥ R2 − ξp

(3.56)

ξi ≥ 0, ξp ≥ 0 ∀i, p. Estas restricciones son incorporadas en la ecuación 3.56 y los

respectivos multiplicadores de Lagrange αi, αp, γi, γp se introducen:
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L (R, a, ξi, ξp, αi, αp, γi, γp) = R2 + C1

∑

i

ξi + C2

∑

p

ξp −
∑

i

γiξi −
∑

p

γpξp

−
∑

i

αi
[
R2 + ξi − (xi − a)2

]
−
∑

p

αp
[
(xp − a)2 −R2 + ξp

]
(3.57)

with αi ≥ 0, αj ≥ 0, γi ≥ 0, γi ≥ 0.

Resolviendo las condiciones KKT:

∑

i

αi −
∑

l

αl = 1 (3.58)

a =
∑

i

αixi −
∑

l

αlxl (3.59)

0 ≤ αi ≤ C1, 0 ≤ αl ≤ C2 ∀i, l (3.60)

Sustituyendo 3.58, 3.59 y 3.60 en 3.57 se obtiene

min L =
∑

i

αi (xi · xi)−
∑

p

αp (xp · xp)−
∑

i

∑

j

αiαj (xi · xj)

+2
∑

p

∑

j

αpαj (xp · xj)−
∑

p

∑

q

αpαq (xp · xq) (3.61)

Finalmente se definen nuevas variables α′
i = yiαi donde el ı́ndice i ahora enumera tanto

a la clase objetivo como a los ejemplos negativos. De esta manera SVDD con ejemplos

negativos se resuelve de manera idéntica a SVDD estándar.
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3.10. Distancia Mahalanobis en algoritmos de vecto-

res de soporte

Note que los modelos basados en vectores de soporte presentados en las secciones 3.8

y 3.9, se construyen en base a distancias euclideas. Por lo tanto, dichos modelos son

influenciados fácilmente por datos at́ıpicos presentes en las muestras de datos, lo cual

puede ocasionar errores en la predicción. Con el propósito de lidiar con este inconveniente,

estudiosos del área han propuesto diversos procedimientos. Por ejemplo, llevar a cabo un

pre procesamiento el cual consta de normalizar los datos para remover los datos at́ıpicos

y posteriormente implementar los métodos basados en vectores de soporte estándar. Sin

embargo los datos at́ıpicos no son el único inconveniente que se presenta al trabajar con

dichos métodos. Debido a que la distancia euclidea es a menudo sub óptima en problemas

de aprendizaje de alta dimensión, es necesario encontrar una forma eficiente y robusta para

resolver estos problemas. La distancia Mahalanobis es superior que la distancia euclidea

al tratar con datos at́ıpicos, además de tomar en consideración la correlación existente

entre las caracteŕısticas. Esto ha motivado a desarrollar procedimientos que hacen uso de

dicha distancia en tareas de clasificación y reconocimiento de patrones. Algunos de estos

enfoques proponen el uso de kernels basados en distancia mahalanobis en lugar de los

kernels tradicionales, otros hacen uso de dicha distancia en la etapa de post procesamiento.

Uno de los enfoques más robusto es el propuesto porXunkai Wei et al. (2010) donde los

modelos basados en vectores de soporte se construyen en base a la distancia mahalanobis,

lo cual los hace más robustos, ya que no es necesario implementar etapas de pre o post

procesamiento para remover datos at́ıpicos. Estos modelos son capaces de identificarlos y

considerarlos automáticamente mejorando y simplificando el proceso de aprendizaje. Los

modelos que se presentan en esta sección fueron desarrollados por Xunkai Wei et al.

(2010). Las demostraciones matemáticas correspondientes se presentan en (Wei et al.,

2010),
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3.10.1. Distancia Mahalanobis (MD)

Sea X ∈ Rm×n una matriz de muestras que contiene m observaciones aleatorias y n

caracteŕısticas, la MD escalada se calcula de la siguiente manera:

MD =
1

n

(
zT0 R

−1z0
)

(3.62)

donde z0 es un vector columna de variables estandarizadas y R es la matriz de correlación

correspondiente. Śı se define la media muestral µ y la matriz de covarianzas Σ como:

µ = 1
m
XT1

Σ = 1
m
XTX− 1

m2X
T11TX

(3.63)

donde 1 es un vector de unos de tamaño m × 1. Usando la matriz de covarianzas la

distancia Mahalanobis de una muestra x hacia la población X es:

MD2(x,X) = (x− µ)T Σ−1 (x− µ) (3.64)

Si la matriz de covarianzas es singular se puede usar la pseudoinverza Σ+ = PΣ−1PT

usando la inverza de los valores propios.

3.10.2. Distancia Mahalanobis en el espacio de referencia kernel

En espacios de referencia de alta dimensionalidad definido por las funciones kernel, la dis-

tancia Mahalanobis puede ser representada en términos de productos interiores. Suponga

que XΦ, µΦ,ΣΦ son la matriz de muestras, el vector de medias y la matriz de covarianzas

en el espacio de caracteŕısticas respectivamente. La matriz kernel centrada se define como:

K− 1

m
EK− 1

m
KE+

1

m2
EKE (3.65)

donde E es una matriz de unos de tamaño n×n,K = {Φ(xi) ·Φ(xj) = K(xi,xj)}i,j=1,...,m
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es una matriz simétrica de dimensión n× n. Usando 3.63 se obtiene:

ΣΦ = XΦZ2XΦ (3.66)

donde Z =
(

1
m

(
I− 1

m
E
)) 1

2 es una matriz simétrica de tamaño m ×m, I es una matriz

unitaria m×m. La distancia Mahalanobis en el espacio de referencia se define como

MD2(Φ(x),XΦ) = (Φ(x)− µΦ)ΣΦ−1(Φ(x)− µΦ)

= (K(X,x)− 1
m

m∑
i=1

K(X,xi))
T × (ZM−2Z)×

(K(X,x)− 1
m

m∑
i=1

K(X,xi))

(3.67)

donde xi es la i-ésima mustra de X, M = ZKZ es una matriz simétrica semidefinida y

por lo tanto M−2 se puede calcular mediante la descomposición en valores singulares, es

decir, M = UΛUT , M−2 = UΛ−2UT .

3.10.3. Mahalanobis Data Description Machine (MDDM)

Usando la distancia Mahalanobis como métrica en lugar de la distancia euclidea, el pro-

blema a resolver para SVDD estándar (Ec. 3.47) se vuelve:

min F (R, a, ξi) = R2 + C
∑
i

ξi

s.a. (xi − a)T Σ−1 (xi − a) ≤ R2 + ξi, ξi ≥ 0 ∀i
(3.68)

donde Σ es la matriz de covarianza. El problema dual de SVDD estándar (Ec. 3.53) ahora

se define como:

max L =
∑
i

αix
T
i Σ

−1xi −
∑
i,j

αiαjx
T
i Σ

−1xj

s.a.




0 ≤ α ≤ C
∑
i

αi = 1

(3.69)

Debido a que en general existe incertidumbre al estimar Σ. Se asume que sólo se sabe
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que Σ está dentro del conjunto

{
Σ :

∥∥Σ−Σ0
∥∥
F
≤ r
}

(3.70)

donde r > 0 es una constante de regularización y ‖·‖F es la norma Frobenius, Σ0 se

calcula mediante la Ec. 3.63.

Ahora el problema de optimización a resolver es

min F (R, a, ξi) = R2 + C
∑
i

ξi

s.a. (xi − a)T Σ−1
r (xi − a) ≤ R2 + ξi, ξi ≥ 0 ∀i

(3.71)

donde Σ−1
r = Σ0 + rI, por lo tanto la matriz de covarianza siempre es no singular para

r > 0. El dual correspondiente es:

max L =
∑
i

αix
T
i Σ

−1
r xi −

∑
i,j

αiαjx
T
i Σ

−1
r xj

s.a.




0 ≤ α ≤ C
∑
i

αi = 1

(3.72)

Usando el kernel la Ec. 3.72 se vuelve

máx L =
∑
i

αi (K(xi,xi)−K(xi,X)ZM−1
r ZK(X,xi))

−∑
i,j

αiαj (K(xi,xj)−K(xi,X)ZM−1
r ZK(X,xj))

s.a.




0 ≤ α ≤ C
∑
i

αi = 1

(3.73)

donde Mr = rI+ZKZ. La inversa de la matriz simétrica definida positiva Mr puede ser

estimada mediante la descomposición en valores singulares.
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3.11. Funciones kernel

En las secciones previas se mostró que los modelos basados en vectores de soporte pueden

ser más robustos y flexibles al sustituir los productos internos de los modelos (xi · xi) y
(xi · xj) por K(xi,xj), donde K es una función kernel. La idea es mapear los datos del

espacio de entrada hacia espacios de alta e incluso infinita dimensionalidad (Espacios de

Hilbert); un algoritmo de aprendizaje se ejecuta en el espacio de caracteŕısticas por el cual

un modelo simple o lineal puede convertirse en un modelo complicado o no lineal en el

espacio de entrada. La transformación no lineal Φ, la cual mapea el espacio de entrada en

el espacio de referencia, es invisible en la función de decisión final. En su lugar K(·, ·) la
cual mapea X 2 en R donde X es el dominio de los datos en el espacio de entrada, aparece

como reemplazo. Es decir

K(x,x′) = (Φ(x) · Φ(x′)) (3.74)

Definición 3.11.1. Matriz de Gram: para una función K(x,x′) : Rn×Rn → R y l puntos

x1, ..., xl ∈ Rn, la matriz K de dimensión l × l donde Kij = K(xi, xj), es conocida como

la matriz de Gram de la función K(x,x′) con respecto a x1, ..., xl.

Una función simétrica K(x,x′) definida en Rn × Rn es un kernel si y solo si la matriz

de Gram de K(x,x′) con respecto a x1, ..., xl es semidefinida positiva para cualquier l y

cualquier x1, ..., xl ∈ Rn.

3.12. Construcción de kernels

La pregunta natural es ¿que tipo de funciones son kernels?. Los siguientes tres pasos

responden a esta pregunta:

1. Investigue los kernels básicos.

2. Investigue las operaciones que mantienen los kernels.

3. A partir de los kernels básicos construya los kernels usados comunmente aplicando

las operaciones del paso anterior.
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3.12.1. Kernels básicos

La función K(x,x′ = x · x′) definida en Rn × Rn es un kernel. Sea Φ(x) = x, entonces

K(x,x′) se puede expresar como

K(x,x′) = (x · x′) = (Φ(x) · x′) (3.75)

3.12.2. Operaciones en kernels

Suponga que K1(x,x
′) y K2(x,x

′) son kernels en Rn ×Rn, entonces su suma

K(x,x′) = K1(x,x
′) +K2(x,x

′)

y su producto

K(x,x′) = K1(x,x
′)K2(x,x

′)

son kernels también.

3.12.3. Kernels usados

Ahora se pueden contruir dos kernel comunmente usados basados en los kernels básicos

mediante las operaciones definidas anteriormente.

Kernel polinomial:

Suponga que d es un entero positivo, entonces la función polinomial homogenea de orden

d es

K(x,x′) = (x · x′)d (3.76)

y la función polinomial no homogenea de orden d

K(x,x′) = (x · x′ + 1)d (3.77)
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son kernels.

Kernel función de base radial Gaussiana:

El kernel función de base radial Gaussiana con parámetro σ

K(x,x′) = exp(−‖x− x′‖ /σ2) (3.78)

es un kernel. Las definiciones presentadas en esta sección fueron tomadas de (Le, 2012),

(Bounsiar y Madden, 2014) y (Deng et al., 2013).

Como se mostró anteriormente el problema de optimización a resolver tanto para las

máquinas de soporte vectorial (SVM) como para Support Vector Data Description y

Mahalanobis Data Description Machine (Ecuaciones 3.43, 3.53 y 3.73 respectivamente) es

un problema de optimización cuadrática. Por lo tanto en la siguiente sección se presentarán

conceptos relevantes a dichos problemas.

3.13. Problema de optimización

Los conceptos y el análisis de esta sección se tomaron de (Deng et al., 2013), (Lee, Tam, y Yen,

2005), (Merino-Maestre, 2013), y (Gill y Wong, 2015).

Un problema de optimización general se define como:

min f0(x), x = (x1, ..., xn)
T ∈ Rn, (3.79)

s.t. fi(x) ≤ 0, i = 1, ...,m, (3.80)

hi(x) = 0, i = 1, ..., p. (3.81)

En este caso x es un vector y es conocido como variable de optimización del problema, a

la función f0 en 3.79 se le conoce como función objetivo. Las ecuaciones 3.80 y 3.81 son

llamadas restricciones de desigualdad e igualdad respectivamente. fi(x) ≤ 0, i = 1, ...,m

y hi(x) = 0, i = 1, ..., p son llamadas funciones de restricción. Al problema 3.79, 3.80 y

3.81 se le llama problema sin restricciones si m+ p = 0.
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Definición 3.13.1. Punto factible y región factible: Un punto que satisface todas las

restricciones se llama un punto factible. El conjunto de todos estos puntos constituye la

región factible D

D = {x|fi(x) 6 0, i = 1, ...,m;hi(x) = 0, i = 1, ..., p; x ∈ Rn} (3.82)

Definición 3.13.2. Valor óptimo: El valor óptimo p∗ del problema 3.79-3.81 se define

como el ı́nfimo de la función objetivo f0 en la región factible D, cuando esta no es vaćıa

y p∗ se define como infinito:

p∗ =

{
inf {f0(x)|x ∈ D} , cuando D 6= φ,

∞, Si no
(3.83)

Definición 3.13.3. Solución global y solución local: Considere el problema 3.79-3.81. El

punto x∗ se conoce como solución global si x∗ es un punto factible y

f0(x
∗) = inf {f0(x)|x ∈ D} = p∗, (3.84)

donde D es la región factible. El punto x∗ es conocido como solución local si x∗ es un

punto factible y existe un ε > 0 tal que

f0(x
∗) = inf {f0(x)|x ∈ D; ‖x− x∗‖ 6 ε} (3.85)

El conjunto de todas las soluciones globales y el conjunto de todas las soluciones locales

se llaman el conjunto de soluciones correspondientes respectivamente. En concreto una

solución local es un punto en el que el valor de la función objetivo es menor o igual que en

todos los demás puntos factibles en su vecindad. La mejor de todas las soluciones locales

es la solución global.

3.13.1. Programación no lineal

Debido a que la programación lineal presenta restrictividad de la hipótesis de linealidad

y la dificultad de definir una única función objetivo, surge la programación no lineal. Un

supuesto importante en programación lineal es que todas sus funciones (objetivo y restric-

ciones) son lineales. Este supuesto se cumple en el caso de muchos problemas prácticos,
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con frecuencia no es aśı. Por lo que es necesario abordarlos desde la programación no

lineal. Si un problema de programación no lineal no tiene restricciones, el hecho de que

la función objetivo sea cóncava garantiza que un máximo local es un máximo global. (De

igual manera, una función objetivo convexa asegura que un mı́nimo local es un mı́nimo

global.) Si existen restricciones, se necesita una condición más para dar esta garant́ıa,

a saber, que la región factible sea un conjunto convexo. Por esta razón, los conjuntos

convexos tienen un papel fundamental en la programación no lineal.

Definición 3.13.4. Sea una función de una sola variable f(x) y se considera cada par de

valores x, x′ y x′′. Se dice que

1. Es una función convexa si se cumple

f(λx′′ + (1− λ)x′) ≤ λf(x′′) + (1− λ)f(x′), ∀λ ∈ (0, 1). (3.86)

2. Es una función estrictamente convexa si se cumple

f(λx′′ + (1− λ)x′) < λf(x′′) + (1− λ)f(x′), ∀λ ∈ (0, 1). (3.87)

3. Es una función cóncava si se cumple

f(λx′′ + (1− λ)x′) ≥ λf(x′′) + (1− λ)f(x′), ∀λ ∈ (0, 1). (3.88)

4. Es una función estrictamente cóncava si se cumple

f(λx′′ + (1− λ)x′) > λf(x′′) + (1− λ)f(x′), ∀λ ∈ (0, 1). (3.89)

λx′′ + (1 − λ)x′ es el segmento que une los puntos x′ y x′′, por lo que en una función

convexa el segmento queda por encima de la función, mientras que en una función cóncava

el segmento queda por debajo. La Figura 3.5 muestra los diferentes casos de funciones.

Existen diversos tipos de problemas de programación no lineal, algunos de ellos son:

Optimización no restringida

Optimización restringida linealmente
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Figura 3.5: Convexidad de funciones.

Programación cuadrática

Programación convexa

Programación no convexa

programación geométrica

Para mayores detalles acerca de este tipo de problemas de programación no lineal ver

(Merino-Maestre, 2013). A continuación se presenta la definición y otros conceptos acerca

de la programación cuadrática, problema de programación no lineal de interés en esta

investigación debido a la base teórica de las máquinas de soporte vectorial.

3.13.2. Programación cuadrática

Un programa cuadrático (QP) implica la minimización o maximización de una función

objetivo cuadrática sujeta a restricciones lineales de igualdad y desigualdad sobre las

variables. Los QP surgen en muchas áreas, incluyendo economı́a, ciencia aplicada e in-

genieŕıa. Las aplicaciones importantes incluyen análisis de cartera, máquinas de soporte

vectorial, análisis estructural y control óptimo. La programación cuadrática también forma

un componente computacional principal de muchos métodos de programación cuadráti-

ca secuencial para la programación no lineal. Los métodos de interior y los métodos de

conjunto activo son dos enfoques alternativos para manejar las restricciones de desigual-

dad de un QP. Se dice que f : Rn → R es una función cuadrática si existe una matriz

D ∈ Rn×n, un vector c ∈ Rn y un número real α tal que:

f(x) =
1

2
xTDx+ cTx+ α (3.90)
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Para todo x ∈ Rn. Śı

D =




d11 ... d1n
...

. . .
...

dn1 ... dnn


 , c =




c1
...

cn


 , x =




x1
...

xn




Entonces significa que 3.90 es:

f(x) =
1

2

(
n∑

i=1

n∑

j=1

dijxixj

)
+

n∑

i=1

cixi + α

Debido a que xTDx = 1
2
xT (D +DT )x para cada x ∈ Rn, en 3.90 es válido reemplazar D

por la matriz simétrica 1
2
(D +DT ). Por esta razón, se asume que la matriz cuadrada en

la representación de la función cuadrática es simétrica.

Definición 3.13.5. Sea f : Rn → R una función cuadrática se dice que es

definida positiva si f(x) > 0, ∀x ∈ Rn \{0}

semidefinida positiva si f(x) ≥ 0, ∀x ∈ Rn

definida negativa si f(x) < 0, ∀x ∈ Rn \{0}

semidefinida negativa si f(x) ≤ 0, ∀x ∈ Rn \{0}

indefinida si no entra en ninguna de las clasificaciones anteriores

En las matrices definidas positivas todos los valores propios λj son positivos. Por el

contrario, la caracterización de matrices definidas negativas todos los valores propios son

negativos.

EL problema QP genérico se define como:

minimizar f(x) = 1
2
xTDx+ cTx+ α

Sujeto a : Ax ≥ b

x ≥ 0

(3.91)

donde b ∈ Rn es un vector columna y A = (aij) ∈ Rm×n. Los demas términos fueron

definidos anteriormente.
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Condiciones de Karush-Kuhn-Tucker (KKT)

Las condiciones necesarias que deben satisfacer los óptimos de problemas de optimización

no lineal con restricciones de desigualdad fueron publicadas por primera vez (1939) en la

tesis de Maestŕıa de William Karush y de manera independiente por Kuhn y Tucker (1951).

Las condiciones de Karush-Kuhn-Tucker (KKT) son una generalización del método de los

multiplicadores de Lagrange para restricciones de desigualdad. El siguiente análisis fue

tomado de (Merino-Maestre, 2013), (Seebach, 2006) y (Taha, 2012).

Considere el problema de optimización

min f (x1, x2, ..., xn)

sujeto a g1 (x1, x2, ..., xn) ≤ 0

g2 (x1, x2, ..., xn) ≤ 0
...

gm (x1, x2, ..., xn) ≤ 0

(3.92)

Suponga que f(x), gj(x) con j = 1, ...,m son funciones diferenciables que satisfacen ciertas

condiciones de regularidad. Entonces, x∗ puede ser una solución óptima para el problema

de programación no lineal, sólo si existenm números α1, ..., αm que satisfagan las siguientes

condiciones.

Condiciones de KKT necesarias

∂L
∂xi

= ∂f(x∗)
∂xi

+
m∑
j=1

αj
∂gj(x

∗)

∂xi
≥ 0

x∗i
∂L
∂xi

= x∗i

(
∂f(x∗)
∂xi

+
m∑
j=1

αj
∂gj(x

∗)

∂xi

)
= 0

x∗i ≥ 0





∀i = 1, ..., n (3.93)

∂L
∂αi

= gj(x
∗)− bj ≤ 0

αj
∂L
∂αj

= αj(gj(x
∗)− bj) = 0

x∗i ≥ 0





∀j = 1, ...,m (3.94)
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Condiciones KKT suficientes

Sea f(x) cóncava y g1(x), ..., gm(x) convexas, donde estas funciones satisfacen las condi-

ciones de regularidad y x∗ satisface las condiciones KKT. Entonces, x∗ es una solución

óptima. Para ejemplos numéricos ver (Merino-Maestre, 2013) y (Seebach, 2006).

3.13.3. Métodos de punto interior para optimización

Durante los últimos veinte años, ha habido una revolución en los métodos utilizados para

resolver problemas de optimización. A principios de los años ochenta, la programación

cuadrática secuencial y los métodos lagrangianos aumentados fueron favorecidos para

problemas no lineales, mientras que el método simplex era básicamente incuestionable

para la programación lineal. Desde entonces los métodos de punto interior (IPM) se han

aplicado prácticamente en cada área de optimización continua (Nemirovski y Todd, 2009).

La idea principal de los métodos de punto interior es iterar en el interior del conjunto

factible y luego acercarse progresivamente al ĺımite (si el mı́nimo realmente se encuentra en

el ĺımite). Lo hacen transformando el problema original en una secuencia de problemas de

optimización sin restricciones, en los que el objetivo utiliza una función de barrera que va al

infinito en los ĺımites de la región factible. Al reducir la resistencia de esta barrera en cada

optimización subsiguiente, la secuencia de mı́nimos se aproxima arbitrariamente al mı́nimo

del problema original. Este análisis se tomó de (Hauser, 2012), (Palencia, Hing, y Rojas,

2008), (Altman y Gondzio, 1999).

Funciones objetivo con barreras logaŕıtmicas

Para el problema con restricciones de desigualdad

mı́n
x∈Rn

f(x)

s.a. gi(x) ≤ 0, i = 1, ...,m
(3.95)

se modifica f para obtener una función barrera:

fα(x) = f(x)− α

m∑

i=1

ln(−gi(x)) (3.96)
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Debido a que el logaritmo va hacia −∞ cuando su argumento se aproxima a cero, la

función objetivo modificada se vuelve arbitrariamente grande cuando x se aproxima a los

ĺımites de la región factible. El parámetro λ proporciona la barrera. Su significado es que

en la medida que α se aproxima a cero, el óptimo de fα(x) se aproxima al óptimo de 3.95,

y x∗α ≡ mı́nx fα(x):

ĺım
α→0

f(x∗α) = f ∗. (3.97)

Optimizando la función barrera

Utilizando el método de Newton para encontrar el mı́nimo de fα(x). El gradiente es

∇fα(x) = ∇f(x)− α
m∑

i=1

∇gi(x)
gi(x)

(3.98)

Un inconveniente es que x∗α se acerca cada vez más al ĺımite, la estabilidad numérica del

problema de optimización restringido se vuelve cada vez peor debido a que el denominador

se acerca a cero. Por lo tanto, seŕıa muy dif́ıcil aplicar gradiente descendiente a una

pequeña tolerancia. En lugar se introduce otro conjunto de multiplicadores KKT λ =

(λi, ..., λn) con λi ≡ α/gi(x). Aśı en el espacio (x, λ), se quiere encontrar una ráız de la

ecuación

∇xfα(x, λ) = ∇f(x)−
i=1∑

m

∇gi(x)λi = 0 (3.99)

sujeto a la igualdad

λigi(x) = α para i = 1, ...,m

Estas ecuaciones son numéricamente más estables que 3.98 cerca del ĺımite. Para encontrar

una ráız (∗α, λ
∗
α) donde ambas ecuaciones se satisfacen, se aplica el método de Newton.

Primero, se obtienen las derivadas parciales de las funciones anteriores:
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∇2
xxfα(x, λ) = ∇2f(x)−

m∑

i=1

∇2gi(x)λi, (3.100)

∇λ∇xfα(x) = −
m∑

i=1

∇gi(x) (3.101)

y

∇x(λigi(x)− α) = λi∇gi(x) (3.102)

∂

∂λi
(λigi(x)− α) = gi(x) para i = 1, ...,m (3.103)

En la iteración actual (xt, λt), se deriva el paso de Newton (∆x,∆λ) del siguiente sistema

de ecuaciones:

[
H −G

diag(λt)G
T diag(g)

][
∆x

∆λ

]
=

[
−∇f(xt) +Gλt

diag(g)λt − α1

]
(3.104)

Donde H es la ecuación 3.100 evaluada en (xt, λt), g es el vector m× 1 de g′is. G es una

matriz n×m, donde la i-ésima columna es ∇gi(xt). diag(u) produce una matriz cuadrada

cuya diagonal es un vector u. Y 1 es un vector m× 1 de unos.

Inicialización en un punto factible

Los métodos de punto interior deben ser inicializados en un punto interior, o bien la

función barrera está indefinida. Para encontrar un punto factible inicial x podemos utilizar

la siguiente optimización:

mı́n
x∈Rn

m∑
i=1

si

Tal que

gi(x)− si ≤ 0, i = 1, ...,msi ≥ 0

(3.105)

Si el problema es factible, entonces los si óptimos serán todos 0. Para encontrar un

64



3. MARCO TÉORICO

conjunto inicial de si para cualquier x dado, se ajusta si = máx(gi(0), 0) (Hauser, 2012).

Para detalles espećıficos acerca de algoritmos de punto interior ver (Qian, Liao, y Sun,

2017), (Vanderbei y Carpenter, 1993), (Domı́nguez-Moreno, 2004).

3.14. Error en clasificadores

3.14.1. Matriz de confusión

Para conocer el resultado de la clasificación de un algoritmo, uno de los métodos más

usados en el aprendizaje supervisado es la matriz de confusión. Este es una herramienta

visual en donde cada columna de la matriz representa el número de predicciones para cada

clase, y cada fila representa la clase real. Mediante esta matriz se vuelve fácil visualizar

si el algoritmo de clasificación tuvo errores en la misma.

3.14.2. Error en clasificadores de una clase

Con el fin de encontrar un buen clasificador de una clase, dos tipos de errores deben de

ser minimizados:

1. La fracción de falsos positivos

2. La fracción de falsos negativos

en la figura 3.6 se muestran las situaciones posibles de clasificación para clasificadores de

una clase (OCC).

65



3. MARCO TÉORICO

Figura 3.6: Posibles situaciones de clasificación para algoritmos OCC.

3.14.3. Validación cruzada de K subconjuntos (k-fold cross va-

lidation)

En este procedimiento el conjunto de datos es dividido en K grupos. De estos, K-1 se

utilizan para entrenar al clasificador, y el restante se usa para evaluarlo. Este proceso es

repetido K veces, entonces se promedian los resultados para obtener una métrica final.

La ventaja de este método es que al contar con un conjunto de datos de entrenamiento

limitado, es posible estimar el desempeño del clasificador sobre un conjunto de datos

independiente. En la práctica, este procedimiento de validación cruzada se aplica una

y otra vez. No sólo para evaluar y comparar el rendimiento de los clasificadores, sino

también para optimizar los hiperparámetros de los algoritmos si es necesario.

3.15. Selección de caracteŕısticas

Una caracteŕıstica es una propiedad individual mensurable del proceso que se observa.

Usando un conjunto de caracteŕısticas, cualquier algoritmo de aprendizaje de máquina

puede realizar la tarea de clasificación. En los últimos años en las aplicaciones de apren-

dizaje de máquina o reconocimiento de patrones, el dominio de las caracteŕısticas se han

expandido de decenas a cientos de variables o caracteŕısticas utilizadas en esas aplicaciones

(Chandrashekar y Sahin, 2014). El enfoque de la selección de caracteŕısticas es obtener

un subconjunto de variables de la entrada que puedan describir eficientemente los datos
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de entrada mientras se reducen los efectos del ruido o variables irrelevantes y aun aśı

proporcionar buenos resultados de predicción. La selección de caracteŕısticas también se

conoce como selección de variables, selección de atributos o selección de subconjuntos de

variables, en los campos de aprendizaje automático y estad́ısticas. Algunas de las venta-

jas de llevar a cabo este procedimiento se enlistan a continuación (Saha y Rajasekaran,

2015).

1. Tiempos de entrenamiento más cortos: cuando se eliminan las caracteŕısticas irrele-

vantes y redundantes, el tiempo de aprendizaje disminuye.

2. Mejora de la creación de modelos: el modelo construido es más preciso y eficiente.

3. Generalización mejorada: produce modelos sencillos y generalizados.

Los algoritmos de selección de caracteŕısticas suelen clasificarse como pertenecientes a

los de tipo filtros (filters), envoltura (wrappers) o enfoques integrados (embedded ap-

proaches). También se construyen combinaciones de enfoques, en los que, por ejemplo,

primero se emplea un filtro, luego envoltura, o cuando se usa un envoltura como filtro.

A continuación se presenta un breve panorama de dichos tipos; para más detalle ver

(Stańczyk y Jain, 2015).

3.15.1. Tipo filtro

Los filtros son procesos completamente ajenos de las técnicas utilizados para la clasifi-

cación, trabajando independientemente en su rendimiento y otros parámetros. Pueden

tratarse como una especie de procedimientos de pre procesamiento. Estos explotan la in-

formación contenida en los conjuntos de datos de entrada buscando, por ejemplo, ganancia

de información, entroṕıa, consistencia, entre otros. La naturaleza de los filtros los hace

aplicables en todos los casos, sin embargo, el hecho de que ignoran totalmente el rendi-

miento de un sistema de clasificación que emplea el conjunto de variables seleccionadas,

provoca usualmente peores resultados que otros enfoques y esto se considera como una

desventaja.
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3.15.2. Tipo envoltura

En un enfoque de envoltura para la selección de caracteŕısticas, se dice que la mejor eva-

luación de algún subconjunto candidato de variables se obtiene comprobando su utilidad

en la clasificación, ya que la precisión predictiva estimada suele considerarse el indicador

más importante de relevancia para los atributos. Dado que el proceso de búsqueda y selec-

ción se ajusta a las caracteŕısticas espećıficas del método de clasificación, pueden mostrar

un sesgo, dando como resultado un rendimiento alto para dicho clasificador, pero peores

resultados para otro, especialmente cuando vaŕıan significativamente en propiedades. Es

decir, los métodos tipo envoltura tienden a construir conjuntos de atributos adaptados a

una tarea en particular y para un sistema en particular.

3.15.3. Soluciones integradas

Algunos predictores tienen sus propios mecanismos inherentes, incorporados en el algo-

ritmo de aprendizaje, dedicados a la selección de caracteŕısticas. Cuando este mecanismo

se utiliza activamente, se tiene una solución integrada. Tal es el caso de los árboles y

algoritmos como random forest.

3.16. Metaheuŕısticas

La optimización estocástica es la clase general de algoritmos y técnicas que emplean cierto

grado de aleatoriedad para encontrar soluciones óptimas (o tan óptimas como sea posible)

a problemas dif́ıciles. Las metaheuŕısticas son los más generales de este tipo de algorit-

mos, y se aplican a una gama muy amplia de problemas (Luke, 2013). En la literatura no

existe una única definición de metaheuŕısticas, una de ellas es la que brindan Osman y

Laporte (Osman y Laporte, 1996): “Una metaheuŕıstica es un conjunto de conceptos que

pueden ser utilizados para definir métodos heuŕısticos que se pueden aplicar a un amplio

conjunto de problemas diferentes. En otras palabras, un metaheuŕıstico puede ser visto

como un marco algoŕıtmico general que puede aplicarse a diferentes problemas de opti-

mización con relativamente pocas modificaciones para hacerlas adaptables a un problema

espećıfico”. Los algoritmos metaheuŕısticos son capaces de resolver problemas complejos

de optimización donde otros métodos de optimización no son eficaces o eficientes.
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Las metaheuŕısticas son conocidas por ser uno de los enfoques más prácticos para resol-

ver diversos problemas complejos del mundo real. Estos algoritmos inician el proceso de

búsqueda mediante la obtención de una solución inicial o un conjunto inicial de la solución,

y posteriormente mejorar la búsqueda guiada por ciertos principios (Onar et al., 2016).

El problema a resolver se puede expresar a menudo como un problema de optimización.

Aqúı se define una función objetivo (o varias funciones de este tipo), o función de coste,

que se pretende minimizar o maximizar con respecto a todos los parámetros implicados.

La definición del problema de optimización suele complementarse con información en for-

ma de restricciones. Todos los parámetros de las soluciones adoptadas deben satisfacer

estas restricciones, de lo contrario estas soluciones no son factibles. Algunos métodos,

particularmente algoritmos genéticos, se han inspirado en principios biológicos tales como

selección, cruce y mutación. Sin embargo, algunos otros métodos han intentado aprove-

char los comportamientos que han demostrado ser eficientes para la supervivencia y el

desarrollo de las poblaciones biológicas. Desde este punto de vista, la optimización de

enjambre de part́ıculas (PSO) es el primer método basado en la cooperación sin selección

(Siarry, 2016).

3.16.1. Optimización por enjambre de part́ıculas (PSO)

El algoritmo de optimización con enjambre de part́ıculas (PSO) fue desarrollado por J.

Kennedy y R. C. Eberhart, el cual es un método de optimización metaheuŕıstico basado en

la simulación del comportamiento social de las aves, abejas, bancos de peces, entre otros.

A diferencia de otros algoritmos evolutivos como algoritmos genéticos (GA), PSO es más

simple ya que no contiene operaciones de mutación o cruce, lo que reduce la complejidad

del modelo (Haixiang et al., 2016).

PSO intenta simular gráficamente la gracia y la impredecible coreograf́ıa de una parvada

de pájaros, con el objetivo de descubrir patrones que gobiernan la habilidad de las aves

para volar de una manera sincronizada, y el cambio repentino de dirección y reagrupación

en una formación óptima. Los individuos (part́ıculas) en un enjambre de part́ıculas, siguen

un comportamiento muy simple: emular el éxito del individuo vecino y el propio. El

comportamiento colectivo que se genera de éste simple comportamiento, es con el objetivo

de descubrir las regiones óptimas de un alto espacio de búsqueda.
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Como se ha mencionado, la técnica PSO se basa en el comportamiento e imitación de

enjambres, la cual se basa en una teoŕıa socio-cognoscitiva en dos niveles que abarca tanto

al enjambre completo aśı como a cada part́ıcula del mismo.

El nivel general o alto es el que se observa en la formación de patrones entre los indivi-

duos y la habilidad para resolver problemas, es decir, se ocupa de la información que se

transmite entre todos los individuos del enjambre, lo cual genera los patrones y conver-

gencia, mientras que el nivel bajo o particular maneja el desempeño individual de cada

una de las part́ıculas dentro del enjambre (Rull-FLores, 2013). Para que ambos niveles

socio-cognoscitivos se lleven a cabo es necesario que tres principios se cumplan:

1. Evaluar

2. Comparar

3. Imitar

Cada individuo en el enjambre es representado por un vector en un espacio de búsqueda

multidimensional. Este vector tiene un vector de velocidad asignado que determina el

siguiente movimiento de la part́ıcula. Cada part́ıcula actualiza su velocidad basándose en

la velocidad actual y la mejor posición que ha explorado hasta ahora. Y también basándose

en la mejor posición explorada por todo el enjambre (E. O. Reséndiz-Flores y Rull-Flores,

2013). PSO fue originalmente desarrollado para espacios de valores continuos, sin embargo

muchos problemas son definidos para espacios de valor discreto donde el dominio de las

variables es finito.

3.16.2. PSO binario

En 1997, Kennedy and Eberhart (Kennedy y Eberhart, 1995) introducen una versión

binaria de PSO para problemas de optimización discretos. En PSO binario (BPSO) cada

part́ıcula representa su posición en valores binarios, donde cada valor de la part́ıcula puede

ser cambiado de 1 a 0 o viceversa.

Considere un espacio de búsqueda d-dimensional y a la i-ésima part́ıcula del enjambre

denotada como xi = (xi1, xi2, ..., xid)
t cuya velocidad es vi = (vi1, vi2, ..., vid)

t. Por lo tanto
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las ecuaciones que gúıan la dinámica de la part́ıcula en PSO continuo son:

vi(t+ 1) = wvi(t) + c1φ1(pibest − yi(t))

+ c2φ2(pgbest − yi(t))

xi(t+ 1) = yi(t) + vi(t+ 1)

donde c1 y c2 son constantes positivas, y φ1 y φ2 son variables aleatorias con distribución

uniforme entre 0 y 1. Las mejores posiciones locales y globales son pibest y pgbest respectiva-

mente. El peso de inercia sobre un nuevo vector se denota por w(Das, Abraham, y Konar,

2008).

La principal diferencia entre PSO y BPSO es la forma en que las velocidades cambian

para actualizar las posiciones de las part́ıculas. La versión binaria necesita una función

para generar valores en el conjunto binario {0, 1} que son los únicos estados posibles de

la part́ıcula, por lo tanto la función sigmoide es utilizada para decidir la probabilidad de

generar tales números binarios. Esta función se aplica bit a bit en una part́ıcula dada y

se define como sigue:

sigm(vik) =
1

1 + e−vik

La posición de la part́ıcula correspondiente se actualiza en base a la siguiente regla

yik(t+ 1) =

{
1 if r < sigm(vik)

0 otro

donde r es un número pseudo aleatorio seleccionado de una distribución uniforme entre

[0, 1].

Khanesar propone una versión binaria de PSO donde emplea una modificación a la regla

para la actualización de la posición:

yik(t+ 1) =

{
1− yik(t) if r < sigm(vik)

yik(t) if r > sigm(vik)
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3.16.3. PSO binario Gompertz (GBPSO)

El algoritmo GBPSO se basa principalmente en la idea de reemplazar la función sigmoide

que se utiliza en el PSO binario estándar para generar números binarios por la función

Gompertz (GF). La función de Gompertz se aplica extensamente en bioinformática para

modelar el fenómeno de supervivencia de individuos con recursos limitados y condiciones

ambientales restringidas, donde la tasa de nacimiento inicialmente aumenta y luego se

ralentiza cuando se alcanzan los ĺımites de recursos. La función Gompertz es:

Gmpz(x) = aebe
cx

(3.106)

donde a es la aśıntota superior fijada como a = 1; b, c son números negativos que controlan

el desplazamiento en el eje x y la tasa de crecimiento respectivamente. Donde se proponen

las siguientes formas:

b(t) = −
(
0,2 + (2,0− 0,2) · k

N

)

c(t) = −
(
0,2 + (1,5− 0,2) · k

N

)

k,N denotan el número actual y el número máximo de iteraciones, respectivamente. En

la figura 3.7 se muestra el efecto de la variación de los parámetros b y c. Ya que en PSO

binario la probabilidad de cambiar un bit a 0 o 1, en velocidades cercanas a cero es 0.5.

En la función de Gompertz, es posible aumentar o disminuir esta probabilidad en el rango

(0,1) manipulando el parámetro b como se muestra en la figura 3.7 a). Por ejemplo para

a = 1, c = −1 y b incrementándose en un rango [-0.2, -2.0] la probabilidad de generar

1’s será mayor en la etapas iniciales, mientras que en las etapas finales se incrementará

la probabilidad de generar 0’s. Al disminuir b en el rango [-2.0, -0.2] se incrementa la

probabilidad de generar 0’s en las etapas iniciales y 1’s en las etapas finales. Este último

caso es más adecuado para problemas de minimización (binarios y continuos.). Por otro

lado a medida que aumentamos c negativamente la inclinación de la función gompertz

aumenta y para valores menores de c la GF es como una función lineal mientras que a

medida que aumentamos c comienza a tomar forma de “S”.
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Figura 3.7: Función Gompertz, a = 1. a) c = −1 y b variable. b) b = −1 y c variable. c) b
y c variables (Chauhan et al., 2012).

Al variar c entre iteraciones, se logra una mejor exploración en las iteraciones tempranas

que a su vez mantiene la diversidad en la población. El hecho más notable es que al

efectuar esta variación se obtiene el beneficio de la función lineal y la función sigmoide en

un solo algoritmo.

La variación de los parámetros b y c con respecto a las iteraciones ayudará al algoritmo

a producir una población más diversificada ya que la función Gompertz mantiene una

variación prolongada de las probabilidades dentro de un mayor rango de velocidades

máximas (Chauhan, Pant, y Deep, 2012).

3.16.4. Algoritmo genético

El algoritmo genético que se desarrolló en 1975 por John Holland (Holland, 1975), es una

de las metaheuŕısticas basadas en población más utilizadas para resolver diversos proble-

mas de optimización usando técnicas inspiradas en la evolución natural, como la selección,

el cruce y la mutación, que se aplican repetidamente a una población de cadenas binarias

que representan posibles soluciones. La evolución generalmente comienza en una pobla-

ción de individuos generados aleatoriamente y ocurre en generaciones. En cada generación,

la aptitud de cada individuo, se selecciona estocásticamente de la población actual y se
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modifica (recombinada y posiblemente mutada aleatoriamente) para formar una nueva

población. La nueva población se usa en la próxima iteración del algoritmo. Comúnmen-

te, el algoritmo finaliza cuando se ha producido un número máximo de generaciones o

se ha alcanzado un nivel de aptitud satisfactorio para la población (Bhajantri y Nalni,

2014). A continuación se presenta una breve descripción de los pasos de este algoritmo:

1. Inicializar y evaluar: una población de cromosomas se genera al azar y cada cromo-

soma representa una posible solución. Después de la generación de los cromosomas,

cada cromosoma se evalúa utilizando una función objetivo.

2. Operador de cruce: se usa una operación de cruce para generar nuevas soluciones.

Para una probabilidad de cruce de Pc, se selecciona primero un número aleatorio

uniforme entre 0 y 1 para cada cromosoma. Si Pc es menor que el número aleatorio,

el cromosoma se selecciona para la operación de cruce.

3. Operador de mutación: los cromosomas que no se seleccionan para la operación de

cruce se pueden seleccionar en el operador de mutación. Para una probabilidad de

mutación de Pm, primero se selecciona un número aleatorio uniforme entre 0 y 1

para cada cromosoma. Si Pm es menor que esto, el cromosoma se selecciona para la

operación de mutación.

4. Selección: mientras que algunos cromosomas se seleccionan para la operación de

cruce y algunos otros para el operador de mutación, el resto se selecciona del proceso

de elitismo.

Para detalles espećıficos ver (Gamarra y Quintero, 2013) y (Yan Xuesong y Qinghua,

2016).
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Metodoloǵıa

La metodoloǵıa propuesta para la detección de fallas y selección de variables es aplicable

a diversos sistemas multivariados complejos con sus restricciones y limitaciones propias.

Dicha metodoloǵıa lleva a cabo la optimización del espacio de referencia y la selección de

variables con el fin de mejorar la detección de fallas. Los objetivos son la maximización

del rendimiento del modelo de clasificación y la minimización del número de variables

utilizadas. La precisión y estabilidad del clasificador SVDD1 para la detección de fallas

depende del valor de los hiperparámetros. En este estudio se utiliza un kernel de base

radial gaussiano (RBF). Por lo tanto los parámetros C y s deben ser ajustados apropia-

damente. Por otro lado, al encontrar el conjunto de variables que contribuyen con la falla,

se pueden detectar las variables que están contribuyendo a defectos de calidad. Siendo

esto un requisito básico para llevar a cabo la mejora de cualquier proceso de manufactura.

La metodoloǵıa consta de tres etapas:

1. Pre procesamiento

2. Aprendizaje

3. Monitoreo y prueba

1En el caṕıtulo 5 se muestran los resultados de la experimentación usando SVDD y MDDM en la

fase de aprendizaje. Por simplicidad, en la descripción y diagrama de la metodoloǵıa general solo se hace

mención a SVDD.
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La figura 4.1 muestra el diagrama general de la metodoloǵıa a implementar. A continua-

ción se presenta una breve descripción de cada una de las etapas.

1. Pre procesamiento Entrada: datos crudos

Limpieza de datos: Eliminación de ruido en señales usando limpieza multi-

variada Wavelet.

Conjunto de datos en operación normal

Conjunto de datos en falla

Salida: Conjunto de datos estructurado e informativo

2. Estapa de aprendizaje

Entrada: Conjunto de datos estructurado e informativo

Entrenamiento: Reconocimiento de patrones mediante SVDD con hiper-

parámetros óptimos.

Selección de variables: Mejora la precisión en la clasificación con mediante

un subconjunto de variables apropiado.

Salida: Modelo para la detección de fallas y detección de variables rele-

vantes

3. Etapa de monitoreo y prueba

Input: modelo para la detección de fallas y variables relevantes

Datos para verificar: modo de monitoreo.

Prueba para la detección de fallas (con subconjunto de variables):

Detecta si existe una falla en la muestra.

¿Falla detectada?: No, regresa al paso 3.1. De otra manera continúa.

Salida: Alerta en interfaz de usuario gráfica (GUI)

A continuación se explicará la forma en que las técnicas se implementaron para construir

la metodoloǵıa propuesta.
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Figura 4.1: Metodoloǵıa.

4.1. Pre procesamiento

Sea X ∈ R
n×p el conjunto de datos en modo normal con p variables y n número de obser-

vaciones. Para X = F (t)+ ε(t) se aplica limpieza wavelet multivariada usando análisis de

componentes principales con el objetivo de mejorar el proceso de detección de fallas. F es

la señal a ser reuperada, ε es el ruido correlacionado. Para este procedimietno es necesa-

rio elegir la función wavelet ψ, nivel de descomposición J y seleccionar el procedimiento

para elegir el número útil de componenetes principales. Para detalles espećıficos revisar

(Aminghafari et al., 2006). Después de la limpieza se lleva a cabo la etapa de aprendizaje

implementando GBPSO-SVDD.
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4.2. Aprendizaje

En esta etapa GBPSO-SVDD es implementado con el propósito de optimizar el espacio

de referencia para la detección de fallas y de manera simultanea, llevar a cabo la selección

de variables relevantes.

Sea xf = (x1f , x
2
f , ..., x

p
f )
t un vector de dimensión p, donde

xfi =

{
0 si la variable i no es seleccionada

1 si la variable i es seleccionada

xC y xs ∈ R
3 son vectores con los valores codificados de C y s. Entonces la part́ıcula

GBPSO-SVDD se expresa como: xp = xC ∪ xs ∪ xf , ver la figura 4.2. Para optimizar el

espacio de referencia en la detección de fallas y de manera simultánea llevar a cabo la

selección de variables relevantes, es necesario resolver el siguiente problema:

min f(xp) = βf1(x) + (1− β)
p seleccionadas

p
(4.1)

sujeto a:
p∑

i=1

xif ≤ p,

p∑

i=1

xif = p seleccionadas, f1(x) ≤ fmax
1

Donde f1(xp) es el desempeño del modelo SVDD con hiperparámetros seleccionados y

subconjunto de variables seleccionadas y 0 ≤ β ≤ 1

Figura 4.2: Part́ıcula GBPSO-SVDD.
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4.2.1. Entrenamiento de SVDD para detección de fallas

SVDD es implementado usando ejemplos negativos. Con el fin de realizar la detección

de fallas el radio (R2) es usado como métrica. Cuando una observación z es analizada,

la distancia de dicha muestra al centro de la hiperesfera es calculada. La observación es

rechazada cuando su distancia es mayor a R2, entonces una falla es detectada. Para me-

jorar el modelo SVDD, los parámetros C y s deben ser elegidos apropiadamente. Además

de encontrar las variables relevantes, el proceso de selección de variables permite obtener

un modelo libre de información redundante o no útil. Para llevar a cabo estas tareas de

manera simultánea, es necesario tener un criterio de optimización.

Clasificación errónea

En el contexto del desarrollo de un modelo de detección de fallos, es deseable que la escala

de medición resulte en una clasificación errónea mı́nima. La clasificación errónea se define

como una falsa alarma causada por la identificación errónea de una observación hacia

una clase o categoŕıa cuando pertenece realmente a un grupo diferente. Hay dos tipos de

clasificación errónea,

1. Clasificar una observación normal como falla

2. Clasificar una observación en falla como normal

Por lo tanto, una función que mide la clasificación errónea total es

f1(xp) = a1
oe1
o1

+ a2
oe2
o2

(4.2)

donde
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Figura 4.3: Funcionamiento de GBPSO-SVDD

oe1 = número de observaciones en estado normal

clasificadas como falla

oe2 = número de observaciones en falla

clasificadas como normal

o1 = número de observaciones en estado normal

o2 = número de observaciones en falla

a1 = b1/(b1 + b2)

a2 = b2/(b1 + b2)

b1, b2 > 0 son pesos asociados con la clasificación errónea 1 y 2 respectivamente. La figura

4.3 muestra como la combinación GBPSO-SVDD resuelve el problema de la optimización

del espacio de referencia y la selección de variables de manera simultánea.
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4.3. Monitoreo y prueba

En esta última etapa se toma del proceso un conjunto de datos, el cual contiene n observa-

ciones y las variables seleccionadas (p seleccionadas) con las que se minimizó la ecuacion 4.1.

Estos datos son clasificados mediante el modelo SVDD construido con los hiperparáme-

tros seleccionados en la etapa anterior. Las observaciones que superen el valor R2 serán

consideradas como muestras en falla.
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Experimentación

5.1. Bases de datos de referencia

La metodoloǵıa propuesta en este trabajo se aplica a dos conjuntos de bases de datos

de referencia para llevar a cabo la selección de caracteŕısticas relevantes y reducir la

clasificación errónea.

5.1.1. Conjunto de datos: iris de Fisher

Iris de Fisher es un conjunto de datos multivariado introducido por Ronald Fisher en

su art́ıculo The use of multiple measurements in taxonomic problems (1936) (el uso de

medidas múltiples en problemas taxonómicos) como un ejemplo de análisis discriminante

lineal. A veces se denomina conjunto de datos de Iris de Anderson porque Edgar Anderson

recopiló los datos para cuantificar la variación morfológica de las flores de iris de tres

especies relacionadas. El conjunto de datos consta de 50 muestras de cada una de las tres

especies de iris (iris setosa, iris virginica e iris versicolor). Se midieron cuatro caracteŕısticas

de cada muestra: la longitud y el ancho de los sépalos y pétalos en cent́ımetros, es decir

x1f : largo de sépalo

x2f : ancho de sépalo

x3f : largo de pétalo
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x4f : ancho de pétalo

Basado en la combinación de estas cuatro caracteŕısticas, Fisher desarrolló un modelo

discriminante lineal para distinguir las especies de las otras (Fisher, 1936).

La metodoloǵıa propuesta se implementa para identificar el iris setosa del resto de las

especies, además de identificar las caracteŕısticas relevantes que determinan que flores

pertenecen a la especie iris setosa. Debido a que las variables se tratan de mediciones di-

mensionales y no de señales complejas como temperatura, voltaje, corriente, entre otras.

La fase de limpieza multivariada Wavelets se omite. Los parámetros para medir la clasi-

ficación errónea se fijan de la siguiente manera β = a1 = a2 = 0,5 y los posibles valores

para C y s se presentan en la tabla 5.1.

Tabla 5.1: Valores posibles para C y s.

Vectores codificados xC , xs Valor C Valor s
000 0.0001 1
100 0.001 10
010 0.01 50
110 0.1 100

La tabla 5.2 muestra el valor de clasificación errónea, los valores de C, de s y las variables

relevantes seleccionadas por GBPSO-SVDD y GBPSO-MDDM.

Tabla 5.2: Resultados de GBPSO-SVDD y GBPSO-MDDM en iris de Fisher.

Algoritmo Clasificación erronea C s Variables
GBPSO-SVDD 0.1250 0.0001 1 x3f
GBPSO-MDDM 0.2188 0.0001 1 x3f

Ambos algoritmos detectan que la variante que minimiza el error en la clasificación es la

variable x3, es decir que el largo de pétalo es la caracteŕıstica relevante para clasificar una

muestra como iris setosa. Para observar el efecto de dichas variables, se calcula la matriz de

correlación R con los coeficientes de Pearson y Kendall (tablas 5.3 y 5.4 respectivamente)

y su respectiva matriz P de valores p para el conjunto de datos iris de Fisher (tablas 5.5

y 5.6).
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Tabla 5.3: Valores de la matriz de correlación coeficiente de Pearson.

1 -0.1176 0.8718 0.8179
-0.1176 1 -0.4284 -0.3661
0.8718 -0.4284 1 0.9629
0.8179 -0.3661 0.9629 1

Tabla 5.4: Valores p para coeficientes de Pearson

0 0.1519 0.0000 0.0000
0.1519 0 0.0000 0.0000
0.0000 0.0000 0 0.0000
0.0000 0.0000 0.0000 0

Tabla 5.5: Valores de la matriz de correlación coeficiente de Kendall

1 -0.0770 0.7185 0.6553
-0.0770 1 -0.1860 -0.1571
0.7185 -0.1860 1 0.8069
0.6553 -0.1571 0.8069 1

Tabla 5.6: Valores p para coeficientes de Kendall

0 0.1835 0.0000 0.0000
0.1835 0 0.0013 0.0076
0.0000 0.0013 0 0.0000
0.0000 0.0076 0.0000 0

La matriz P permite probar la hipótesis de no correlación contra la alternativa de que

existe una correlación no nula. Cada elemento de dicha matriz es el valor de p para

el elemento correspondiente de la matriz de correlación. Si el valor P (i, j) es pequeño,

digamos menos de 0.05 para un nivel de confianza del 95%, entonces la correlación R(i, j)

es significativamente diferente de cero. Podemos observar que las variables x1f , x
4
f están

altamente correlacionadas con la variable x3f , lo que explica el hecho de que al entrenar a los

algoritmos SVDD y MDDM solo con dicha variable, ambos logran resultados satisfactorios
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en el reconocimiento de la especie iris setosa.

5.1.2. Base de datos cáncer de mama

En el ejemplo anterior se mostró la selección de variables relevantes para la clasificación

de especies de plantas en un conjunto de datos de dimensión pequeña (4 caracteŕısticas).

A continuación se llevará a cabo el mismo estudio en un conjunto de datos de mayor di-

mensionalidad. Se utilizara la base de datos de cáncer de mama (Breast Cancer Wisconsin

(Original) Data Set ). La base de datos consta de 699 observaciones, 9 caracteŕısticas y

las correspondientes etiquetas de cada observación, indicando si el cáncer es maligno o

benigno. Por lo tanto, el objetivo es diagnosticar cuando el cáncer es maligno e identificar

las caracteŕısticas medicas (variables) relevantes para realizar dicho diagnóstico con el

menor error de clasificación. Para descargar el conjunto de datos y obtener información

a detalle revise (Lichman, 2013). A continuación se enlistan las variables medidas para

dicho estudio aśı como el rango de sus valores:

1. x1f : Grueso del grupo (1-10)

2. x2f : Uniformidad del tamaño de la célula (1-10)

3. x3f : Uniformidad de la forma celular (1-10)

4. x4f : Adhesión marginal (1-10)

5. x5f : Tamaño de célula epitelial único (1-10)

6. x6f : Núcleos no cubiertos (1-10)

7. x7f : Cromatina suave (1-10)

8. x8f : Núcleo normal (1-10)

9. x9f : Mitosis (1-10)

Los valores de los parámetros (β, a1, a2, C, s) se ajustan como se muestra en 5.1. La tabla

5.7 muestra el valor de clasificación erróneo, los valores de C, de s y las variables relevantes

seleccionadas por GBPSO-SVDD y GBPSO-MDDM.
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Tabla 5.7: Resultados de GBPSO-SVDD y GBPSO-MDDM en cáncer de mama

Algoritmo Clasificación erronea C s Variables
GBPSO-SVDD 0.0993 0.0001 1 x2f
GBPSO-MDDM 0.0556 0.0001 1 x3f

Los resultados obtenidos en el proceso de selección de caracteŕısticas son comparados con

el estudio realizado por (Glander, 2017), estos se resumen en la tabla 5.8. En dicho estudio

se aplica el algoritmo random forest para realizar un análisis conocido como importancia de

las variables, dando como resultado que las variables uniformidad del tamaño de la célula

y uniformidad de la forma celular (x2f y x
3
f ) son las de mayor importancia. Posteriormente

realiza selección de caracteŕısticas usando tres enfoques distintos, el primero es eliminar

las variables altamente correlacionadas, el segundo es realizar eliminación de caracteŕısti-

cas recursiva usando random forest y por último se implementa algoritmos genéticos para

optimizar el proceso de selección de caracteŕısticas. Siendo este último el que ofrece me-

jores resultados en términos de exactitud en la clasificación, involucrando nuevamente las

caracteŕısticas (x2f y x3f ), las cuales fueron seleccionadas por la metodoloǵıa propuesta.

Para ver en detalle los resultados del estudio mencionado revisar (Glander, 2017).

Tabla 5.8: Comparación de resultados

Exactitud en clasificación Variables seleccionadas
GBPSO-SVDD 90.07% x2f
GBPSO-MDDM 94.44% x3f

Propuesto por (Glander, 2017) 96.00% x2f y x3f

5.2. Aplicaciones en procesos industriales

A continuación se presenta la metodoloǵıa propuesta para la detección de fallas y selección

de caracteŕısticas aplicada a procesos industriales complejos.
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5.2.1. Moldeo por inyección de plástico de componentes para

pedales de coche.

La metodoloǵıa para la detección de fallas y selección de variables propuesta ha sido

aplicada a un proceso de moldeo por inyección de plástico de pedales de coche en una

compañ́ıa automotriz de la región. El proceso se lleva a cabo en una máquina de inyección

de plástico con la capacidad de producir cuatro piezas por ciclo y guardar la información

relevante en cada ejecución, es decir los parámetros utilizados para producir tales piezas

se almacenan en una base de datos en tiempo real. Posteriormente, las piezas se clasifican

como buenas o malas a través de diversas pruebas internas de calidad por parte de la

compañ́ıa. Las caracteŕısticas involucradas en el proceso de producción son de naturaleza

variada, incluyendo temperaturas, presiones, distancias y velocidades. El proceso consta

36 variables enlistadas en la tabla 5.9. La base de datos recolectada consiste en un total

de 193 observaciones en modo normal de operación y 25 observaciones en falla.

Resultados numéricos

Para la fase de limpieza de señales, el nivel de descomposición se fijó en J = 10 y se utilizó

daubechies 5 (db5) como función Wavelet ψ. Para seleccionar el número de componentes

principales, se tomó el criterio de Kaiser. El cual selecciona los componentes correspon-

dientes a los valores propios mayores a la media del total de ellos (Karlis et al., 2003).

Estos parámetros se tomaron basándose en el estudio realizado por (Aminghafari et al.,

2006). La figura 5.1 muestra el proceso de limpieza sobre la señal de valor punta contra-

presión (x17f ).

En la etapa de aprendizaje, el problema de optimización combinatoria (ecuación 4.1)

se resuelve mediante GBPSO-MDDM, GBPSO-SVDD, BPSO-SVDD y GA-SVDD. Tres

configuraciones han sido consideradas para el cálculo de la clasificación errónea total,

estas son: 1) a1 = 0,05, a2 = 0,95 , 2) a1 = 0,95, a2 = 0,05 y 3) a1 = a2 = 0,5 que

representan la importancia (porcentaje) de cada función de clasificación errónea. Dado

que se da la misma importancia a minimizar la clasificación errónea y la selección de

caracteŕısticas, el peso en la función objetivo es β = 0,5. El número de part́ıculas del

enjambre es de 50 y el número máximo de iteraciones es de 80, c1 = c2 = 2 y los

posibles valores para C y s se presentan en la tabla 5.11. Los valores de los parámetros aśı
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Tabla 5.9: Descripción de variables
Descripción

x1f [F◦], Boquilla 1
x2f [F◦], Boquilla 2
x3f [Percent], Potencia calefactora zona 1
x4f [Percent], Potencia calefactora zona 2
x5f [Percent], Potencia calefactora zona 3
x6f [Percent], Potencia calefactora zona 4
x7f [Percent], Potencia calefactora zona 5
x8f [Percent], Potencia calefactora zona 6
x9f [in], Valor de posición de molde
x10f [in], Valor punta carrera apertura
x11f [US ton], Valor punta fuerza cierre
x12f [US ton], Valor real fuerza cierre
x13f [s], Valor real tiempo protección molde
x14f [F◦], Temperatura aceite
x15f [F◦], Traversa
x16f [s], Valor real tiempo enfriamiento
x17f [psi], Valor punta contrapresión
x18f [in3], Volumen husillo final postpresión
x19f [psi], Valor punta postpresión
x20f [in3/s], Potencia dosificación
x21f [psi], Presión al conmutar
x22f [s], Tiempo ciclo hasta final desmoldeo
x23f [lbf-ft], Valor medio momento giro
x24f [lbf-ft], Valor punta momento giro
x25f [psi], Valor punta presión especifica de inyección
x26f [in3], Valor real volumen dosificación
x27f [in3], Valor real volumen inyección
x28f [s], Valor real tiempo dosificación
x29f [s], Valor real tiempo inyección
x30f [F◦], Volumen de inyección
x31f [F◦], Zona cilindro 1
x32f [F◦], Zona cilindro 2
x33f [F◦], Zona cilindro 3
x34f [F◦], Zona cilindro 4
x35f [ft/s], Revoluciones valor punta
x36f [Wh], Trabajo inyección
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Figura 5.1: Limpieza Wavelet en la señal valor punta contrapresión (x17f ).

como las tres configuraciones consideradas, se tomaron de las investigaciones presentadas

en (E. O. Reséndiz-Flores y Rull-Flores, 2013) y (E. Reséndiz-Flores y López-Quintero,

2016). Para el algoritmo genético Pc = 0,8, Pm = 0,2, el tamaño de la población es 50 y

el número máximo de iteraciones es igual a 80. Además SVDD fue implementado para la

detección de fallas en su forma estándar es decir, utilizando el total de las variables, esto

con el fin de verificar la efectividad de llevar a cabo el proceso de selección de variables

relevantes. Al realizar un análisis de correlación se encuentra que existen tres grupos de

variables altamente correlacionadas. Estos grupos se presentan en la Tabla 5.10.

Tabla 5.10: Variables correlacionadas caso 2.
Variables correlacionadas

x18f , x27f
x19f , x21f , x36f
x25f , x36f

Para el cálculo de los valores de clasificación errónea de cada uno de los algoritmos se

implementó validación cruzada de 10 iteraciones (10-fold cross validation). La tabla 5.12

89



5. EXPERIMENTACIÓN

Tabla 5.11: Valores posibles para C y s.

Vectores codificados xC , xs Valor C Valor s
000 0.0001 1
100 0.001 10
010 0.01 50
110 0.1 100
001 1 200
101 10 300
011 100 400
111 150 450

Tabla 5.12: Valores de clasificación errónea

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

SVDD 0.0554 0.0811 0.0865
GA-SVDD 0.0520 0.0450 0.1017

BPSO-SVDD 0.0433 0.0394 0.0438
GBPSO-MDDM 0.0135 0.0179 0.0263
GBPSO-SVDD 0.0135 0.0135 0.0135

muestra los valores de clasificación errónea alcanzados por cada algoritmo, mientras que

las figuras 5.2, 5.3 y 5.4 muestran el correspondiente comportamiento de convergencia

para las distintas configuraciones antes descritas.

Como se puede ver en la tabla 5.2, SVDD sin selección de caracteŕısticas y GA-SVDD pre-

sentan un menor rendimiento para la detección de fallas que los algoritmos BPSO-SVDD,

GBPSO-SVDD y GBPSO-MDDM. Aunque BPSO converge más rápido, este converge a

un óptimo local cuyo valor es mayor que el alcanzado por GBPSO (ver figura 5.2). En

este caso en particular SVDD y MDDM presentan errores en la clasificación muy similares

cuando son combinados con GBPSO, siendo SVDD el que presenta mejores resultados.

Las variables e hiperparámetros seleccionados por estos algoritmos a través de la solución

del problema de optimización combinatoria, aśı como los tiempos de computo se presentan

en las tablas 5.13, 5.14 y 5.15 respectivamente.

Finalmente para la fase de monitoreo y prueba 50 nuevas observaciones del subconjunto
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Figura 5.2: Convergencia de GBPSO, BPSO and GA para caso 1).

Figura 5.3: Convergencia de GBPSO, BPSO and GA para caso 2).
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Figura 5.4: Convergencia de GBPSO, BPSO and GA para caso 3).

Tabla 5.13: Variables seleccionadas.

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

GA x21f , x
24
f x18f , x

28
f x10f , x

24
f

BPSO x22f , x
36
f x22f , x

27
f x36f

GBPSO x20f x20f x20f

Tabla 5.14: Hiperparámetros seleccionados.

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

GA C 0.01 0.1 1
s 450 1 1

BPSO C 0.0001 0.001 0.1
s 10 50 100

GBPSO C 0.0001 0.0001 0.0001
s 1 1 1

de variables seleccionadas (x20f en este caso) son analizadas para la detección de fallas.

Se encontró que observaciones 21, 22, 23 se encuentran por encima del valor permitido,

que en este caso es el valor R2. Lo cual significa que el sistema ha detectado una falla en
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Tabla 5.15: Tiempo computacional en fase de entrenamiento (segundos).

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

GA 995.10 980.90 975.80
BPSO 1303.10 1322.90 1388.10
GBPSO 1211.00 1290.20 1300.70

Figura 5.5: Gráfico de detección de fallas (caso 1)

dichas corridas de producción (ver figura 5.5). De acuerdo con los expertos del proceso, el

sistema tuvo un valor de clasificación errónea de 0. Una vez que las muestras defectuosas se

identifican, y además se conoce el subconjunto de variables que contribuyen a los defectos

de calidad, es posible llevar a cabo una mejora efectiva del proceso para evitar quejas de

los clientes.
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5.2.2. Maquinado de cabeza de motor

La metodoloǵıa propuesta se aplica para llevar a cabo el control de calidad dimensional

en el proceso de maquinado de una cabeza de motor. Dicho proceso involucra 12 ca-

racteŕısticas, y el conjunto de datos consta de 189 observaciones en operación normal y

16 observaciones en modo de falla. La tabla 5.16 muestra las variables consideradas, la

descripción de las mismas se presenta tal y como se maneja en el interior de la planta

manufacturera. Por motivos de confidencialidad no se presentan más detalles.

Tabla 5.16: Descripción de variables cabeza de motor.
Descripción

x1f 187-VERTICAL 6MM HOLE 506R INT SIDE
x2f 188-TRANSVERSAL 6MM HOLE 506R INTSIDE
x3f 191-VERTICAL 6MM HOLE 507R EXH SIDE
x4f 192-TRANSVERSAL 6MM HOLE 507R EXH SIDE
x5f 229-LONG.HOLE 124L CAM.L.ADM. REAR 7MM HOLE
x6f 230-TRANS.HOLE 124L CAM.L.ADM. REAR 7MM HOLE
x7f 205-LONG.HOLE 124L CAM.L.ADM. REAR 4MM HOLE
x8f 206-TRANS.HOLE 124L CAM.L.ADM. REAR 4MM HOLE
x9f 235-LONG.HOLE 123L CAM.L.ADM.MIDDLE 7MM HOLE
x10f 236-TRANS .HOLE 123L CAM.L.ADM. MIDDLE 7MM HOLE
x11f 213-LONG.HOLE 123L CAM.L.ADM.MIDDLE 4MM HOLE
x12f 214-TRANS .HOLE 123L CAM.L.ADM. MIDDLE 4MM HOLE

Resultados numéricos

En este caso de estudio, los parámetros se ajustan de la misma manera que el caso

anterior, aśı mismo se consideran los mismos tres escenarios antes descritos, es decir: 1)

a1 = 0,05, a2 = 0,95 , 2) a1 = 0,95, a2 = 0,05 y 3) a1 = a2 = 0,5. Primero se realiza un

análisis de correlación el cual muestra que existen cuatro grupos de variables altamente

correlacionadas. Estos grupos se presentan en la tabla 5.17.

Debido al desempeño superior de GBPSO sobre otros algoritmos como BPSO y GA mos-

trado en el caso anterior, para este caso de estudio se utilizará únicamente GBPSO para

resolver el problema de optimización combinatoria para la selección de caracteŕısticas. Por

otro lado, al contar con variables altamente correlacionadas se usara SVDD y MDDM para
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Tabla 5.17: Variables correlacionadas
Variables correlacionadas

x1f , x
3
f

x5f , x
7
f , x

9
f , x

11
f

x6f , x
8
f

x10f , x12f

llevar a cabo la tarea de clasificación. Debido a que las caracteŕısticas medidas en este es-

tudio son de naturaleza dimensional, la etapa de limpieza de señales multivariada se omite.

En la etapa de aprendizaje se aplica SVDD y MDDM para el cálculo de la clasificación

errónea total. Al igual que el caso de estudio anterior se utiliza validación cruzada de 10

iteraciones para la validación del sistema. La Tabla 5.18 muestra los valores de clasifica-

ción errónea alcanzados por cada algoritmo mientras que las Figuras 5.6-5.8 muestran el

correspondiente comportamiento de convergencia para las distintas configuraciones antes

descritas.

Tabla 5.18: Valores de clasificación errónea

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

GBPSO-SVDD 0.0916 0.0833 0.1294
GBPSO-MDDM 0.1793 0.1147 0.1848

Tabla 5.19: Variables seleccionadas.

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

GBPSO-SVDD x1f , x
12
f x12f x3f

GBPSO-MDDM x1f , x
12
f x3f x3f

Finalmente para la fase de monitoreo y prueba 33 nuevas observaciones del subconjunto

de variables seleccionadas (x3f en este caso) son analizadas para la detección de fallas.

Se encontró que observaciones 18, 22, 23 se encuentran por encima del valor permitido,

que en este caso es el valor R2. Lo cual significa que el sistema ha detectado una falla

en dichas corridas de producción (Ver Figura 5.9). Sin embargo se informó por parte de

los expertos del proceso que la muestra 18 pertenece a una muestra en operación normal
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Figura 5.6: Convergencia de GBPSO-SVDD y GBPSO-MDMD para caso 1).

Figura 5.7: Convergencia de GBPSO-SVDD y GBPSO-MDMD para caso 2).
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Figura 5.8: Convergencia de GBPSO-SVDD y GBPSO-MDMD para caso 3).

Tabla 5.20: Hiperparámetros seleccionados.

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

GBPSO-SVDD C 0.0001 0.001 0.0001
s 1 200 1

GBPSO-MDDM C 0.001 0.001 0.0001
s 1 1 1

Tabla 5.21: Tiempo computacional en fase de entrenamiento (segundos).

Algoritmo a1 = 0,05 a1 = 0,95 a1 = 0,5
a2 = 0,95 a2 = 0,05 a2 = 0,5

BPSO 1303.10 1322.90 1388.10
GBPSO 1211.00 1290.20 1300.70

mientras que la muestra 21 pertenece a una muestra en falla. Por lo que el sistema tuvo

2 errores. Usando la ecuación 4.2, la clasificación errónea es de 0.1833.
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Figura 5.9: Gráfico de detección de fallas (caso 2)
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6

Conclusiones y trabajo futuro

En este trabajo de investigación se propuso una metodoloǵıa para la detección de fallas

en procesos multivariados la cual se compone de tres etapas: 1) pre procesamiento, 2)

aprendizaje y 3) monitoreo y prueba. Dicha metodoloǵıa realiza en su primera fase lim-

pieza de señales mediante limpieza multivariada Wavelet en caso de que el proceso aśı lo

requiera. Posteriormente en la etapa de aprendizaje se combina PSO binario Gompertz

(GBPSO) y Support vector Data Description (SVDD) para llevar a cabo la optimización

del espacio de referencia (ajuste de hiperparámetros para SVDD) y la selección de varia-

bles con el fin de mejorar la detección de fallas, es decir reducir la clasificación erronea.

Por lo tanto los objetivos son la maximización del rendimiento del modelo de clasificación

y la minimización del número de variables utilizadas. Finalmente la etapa de monitoreo y

prueba lleva a cabo la detección de falla en muestras nuevas recopiladas del proceso bajo

análisis.

La metodoloǵıa propuesta en este trabajo se implementó en cuatro distintos casos, de los

cuales los dos primeros son problemas benchmarks. En el primero, conocido como con-

junto de datos iris de Fisher, se encontró mediante análisis de correlación que la variable

largo de pétalo esta altamente correlacionada con otras dos de las tres variables restan-

tes. En la etapa de aprendizaje se uso la combinación de GBPSO con los clasificadores

SVDD y MDDM (modelo de SVDD construido en base a la distancia Mahalanobis). Tan-

to GBPSO-SVDD y GBPSO-MDDM seleccionaron la variable largo de pétalo como la

variable relevante. Es decir, dicha variable permite reducir la clasificación errónea la cual

fue de 0.2188 y de 0.1250 para SVDD y MDDM respectivamente. Debido a la reducida
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dimensionalidad de este conjunto de datos es fácil observar que para este caso en par-

ticular la variable seleccionada por la metodoloǵıa propuesta es la que tiene una fuerte

correlación con las otras restantes, por lo tanto dicha caracteŕıstica es considerada como

la de mayor relevancia para llevar a cabo con éxito el reconocimiento de la especie iris

setosa.

En el segundo de los problemas benchmarks el objetivo es el diagnosticar un cáncer como

maligno o benigno a partir de un conjunto de datos conocido como: base de datos cáncer de

mama. Los resultados obtenidos por la metodoloǵıa propuesta se comparan con el estudio

realizado por (Glander, 2017) donde se muestra que las variables x2f y x3f (uniformidad

del tamaño de la célula y uniformidad de la forma celular respectivamente) presentan

alta correlación con el resto de las variables. Posteriormente llevan a cabo un análisis de

importancia de variables el cual da como resultado que las variables x2f y x3f son las de

mayor importancia. Al implementar la metodoloǵıa propuesta se obtiene como resultado

que GBPSO-SVDD selecciona la variable x2f con un valor de clasificación errónea de

0.0993, mientras que GBPSO-MDDM selecciona la variable x3f con un valor de clasificación

errónea de 0.0556. Se observa que los resultados de selección de caracteŕısticas obtenidos

por la metodoloǵıa propuesta coinciden en gran medida con el estudio de referencia dando

validez a este trabajo de investigación. De acuerdo a las conclusiones presentadas por

(Glander, 2017), algoritmos genéticos (GA) es el algoritmo que le permitió en conjunto

con random forest alcanzar los mejores resultados en clasificación. Por tal motivo en el

siguiente caso de estudio GA es considerado para resolver el problema de la selección de

variables.

La metodoloǵıa propuesta es implementada en dos procesos multivariados reales. El pri-

mero corresponde a un proceso de moldeo por inyección de plástico de pedales de coche en

una compañ́ıa automotriz de la región el cual consta de 36 caracteŕısticas. Debido a que

gran parte de estas caracteŕısticas son de naturaleza eléctrica, se lleva a cabo una limpieza

de señales wavelet multivariada dando como resultado señales mas suaves lo cual facilita

el proceso de clasificación de la metodoloǵıa. Por lo tanto la limpieza de señales usando

wavelets es idónea para aplicarse en la etapa de pre procesamiento, respondiendo aśı la

primera pregunta de investigación planteada en este trabajo. En la etapa de aprendizaje

se implementaron distintos enfoques como GA-SVDD, BPSO-SVDD, GBPSO-SVDD y

GBPSO-MDDM. Aśı como SVDD estándar, es decir, realizar la detección de fallas sin

llevar a cabo selección de caracteŕısticas con el fin de validar la ventaja que ofrece dicho
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procedimiento. Los resultados muestran que cualquiera de los enfoques que realizan selec-

ción de caracteŕısticas presentan una menor clasificación errónea en relación con SVDD

estandar. Mientras que GA y BPSO presentan un menor desempeño que GBPSO. Los

enfoques SVDD y MDDM para la clasificación presentan un desempeño muy similar sien-

do ligeramente mejor SVDD. En los proceso reales estudiados se llevo a cabo la etapa

de monitoreo de nuevas observaciones, dando como resultado un valor de 0 clasificación

errónea por parte del sistema para un nuevo conjunto de datos probados.

El segundo caso real analizado se trata de un proceso de maquinado de una cabeza

de motor. Dicho proceso involucra 12 caracteŕısticas, y el conjunto de datos consta de

189 observaciones en operación normal y 16 observaciones en modo de falla. Debido al

desempeño superior de GBPSO sobre otros algoritmos como BPSO y GA mostrado en

el caso anterior, para este caso de estudio se utiliza únicamente GBPSO para resolver el

problema de optimización combinatoria para la selección de caracteŕısticas. Al contar con

variables altamente correlacionadas se usara SVDD y MDDM para llevar a cabo la tarea

de clasificación. Donde SVDD obtuvo una clasificación errónea menor que MDDM, ambos

seleccionando la variable x3f . En la fase de monitoreo y prueba 33 nuevas observaciones del

subconjunto de variables seleccionadas (x3f en este caso) son analizadas para la detección

de fallas donde el sistema presentó una clasificación errónea de 0.1833 el cual es un valor

cercano al obtenido en la fase de aprendizaje.

Se encontró que en tres de los cuatro casos de estudio donde se implementó la metodoloǵıa

propuesta, SVDD presentó un mejor desempeño que el modelo construido con la distan-

cia Mahalanobis (MDDM) para la clasificación independientemente de las caracteŕısticas

propias de los distintos conjuntos de datos. Esto comprueba que los modelos basados en

vectores de soporte no necesitan de supuestos acerca de los datos para resolver problemas

como se afirma en distintos trabajos de investigación, por ejemplo en (Campos-Espinoza,

2012). Donde además se establece que los problemas causados por la colinealidad entre las

variables y la falta de normalidad en los datos, no tienen sentido en este tipo de técnica,

respondiendo aśı la segunda pregunta de investigación. Por otro lado se encontró que el

algoritmo GBPSO fue más eficiente para resolver el problema de optimización plantea-

do en este trabajo por encima de otros como BPSO y GA, respondiendo aśı la tercera

pregunta de investigación. Además, como se mostró anteriormente, los valores de clasi-

ficación errónea obtenidos en la fase de entrenamiento usando validación cruzada de 10

iteraciones, son cercanos a los valores que se obtienen al monitorear nuevas observaciones.

101



6. CONCLUSIONES Y TRABAJO FUTURO

Por lo tanto la validación cruzada de 10 iteraciones es un método adecuado para evaluar

el desempeño de la metodoloǵıa propuesta para la detección de fallas. Respondiendo aśı

la cuarta pregunta de investigación planteada en este trabajo.

Debido a los valores de clasificación errónea obtenidos por parte de SVDD en las fases

de entrenamiento y monitoreo además del comportamiento en la convergencia por parte

de GBPSO se demuestra que la metodoloǵıa propuesta es eficiente para la detección de

fallos y la selección de variables relevantes con el fin de llevar a cabo una mejora efectiva

en procesos de manufactura. Con lo cual se resuelve de manera satisfactoria el problema

general y los problemas espećıficos establecidos, además de verificar la hipótesis formulada

en este trabajo de investigación.

Este trabajo de investigación abordó problemas de clasificación conocidos como clasi-

ficación de una clase y clasificación de dos clases. Por lo tanto, en trabajos futuros la

metodoloǵıa se extenderá para lidiar con problemas de multi clasificación y de esta ma-

nera detectar diferentes tipos espećıficos de fallas presentes en procesos industriales. Por

otro lado, debido al desempeño similar en la clasificación mostrado por MDDM con res-

pecto al algoritmo SVDD utilizado en este trabajo, el cual incorpora los llamados ejemplos

negativos para su etapa de entrenamiento. Es de interés desarrollar en trabajos futuros

una versión de MDDM que incorpore ejemplos negativos para la construcción del modelo

de predicción.

Otra área de investigación para hacer más robusta esta metodoloǵıa es disminuir el tiem-

po de entrenamiento para los clasificadores mediante la sustitución del algoritmo de punto

interior para resolver el problema de optimización cuadrática por un método anaĺıtico co-

mo optimización secuencial mı́nima (SMO) propuesto por John Platt (1998) en (Platt,

1998) para el algoritmo estándar SVM y adaptarlo para los modelos de SVDD y MDDM.
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